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Resumo. Dentro do contexto de crescimento do número de casos de câncer
globalmente, modelos de otimização podem ajudar médicos e profissionais de
saúde a garantir a melhor utilização dos recursos disponı́veis. Este trabalho
apresenta dois modelos de otimização restrita, um para a priorização de pa-
cientes para o acompanhamento preventivo de câncer cervical e outro para
o escalonamento de pacientes oncológicos em tratamento, ambos utilizando
programação inteira e AMPL. Além disso, é apresentada uma resolução do mo-
delo de escalonamento de pacientes utilizando matroides. Os modelos foram
testados em instâncias geradas aleatoriamente, obtendo como resultado uma
lista de pacientes hipotéticos prioritários para execução de exames, bem como
uma lista de pacientes agendados em seus respectivos turnos.

Abstract. Within the context of the growing number of cancer cases globally,
optimization models can help physicians and health professionals to ensure the
best use of available resources. This paper presents two constrained optimiza-
tion models, one for the prioritization of patients for preventive follow-up of cer-
vical cancer and the other for the scheduling of oncology patients in treatment,
both using integer programming and AMPL. In addition, a performance analy-
sis of a patient scheduling algorithm using matroids is presented. The models
were tested on randomly generated instances, resulting in a list of hypothetical
priority patients for performing tests, as well as a list of patients scheduled in
their respective shifts.

1. Introdução

O câncer é uma das doenças mais prevalentes e letais ao redor do mundo. Segundo a
Agência Internacional de Pesquisa sobre o Câncer, estima-se que em 2020, 19.3 milhões
de pessoas ao redor do mundo tiveram câncer, e 9.9 milhões morreram da doença [1].
Em 2040, a previsão é que esses números aumentem consideravelmente, posicionando o
câncer como o principal problema de saúde pública no mundo e entre as quatro principais
causas de morte prematura (antes dos 70 anos de idade) na maioria dos paı́ses, como pode
ser visto na Figura1.

No Brasil, de acordo com o relatório divulgado em 2019 pelo INCA (Instituto Na-
cional de Câncer) [2], são previstos 625 mil novos casos de câncer para cada ano do triênio
2020/2022, dentre os quais 7.4 por centro são referentes ao câncer cervical, tornando-o
o terceiro em número de casos em mulheres em território nacional. Mundialmente, esse
número representa 528.000 novos casos e 266.000 mortes por ano [3].



Figura 1. Estimativa de incidência e mortalidade de câncer entre 2020 a 2040 por

gênero, entre idades de 0 a 85 anos. Fonte: Agência Internacional de Pesquisa

sobre o Câncer, 2020. [1]

.

Diante desse cenário, se faz essencial o investimento em tecnologias que possam
atuar em prevenção, diagnóstico e tratamento de câncer. O acompanhamento preventivo,
por exemplo, pode ajudar a reduzir o risco de desenvolver a doença e/ou aumentar as
chances de sucesso caso a detecção ocorra no inı́cio da doença. Nem todos os tipos
de câncer podem ser prevenidos, já que alguns são causados por fatores genéticos ou
hereditários, porém para tipos como o câncer cervical, parece existir uma correlação entre
os fatores de risco e a chance de desenvolver a doença, permitindo assim que seja possı́vel
estimar o grau de risco que uma determinada pessoa se encontra com base nesses fatores.

Além da prevenção, o escalonamento de pacientes já com a doença demanda
tempo. O agendamento depende das necessidades de cada paciente e do tipo de trata-
mento que estão recebendo. Alguns pacientes podem precisar de exames frequentes e
consultas com seus médicos, enquanto outros podem precisar de tratamentos mais inten-
sivos, como cirurgia ou quimioterapia. A otimização pode auxiliar na carga de trabalho
dos médicos e enfermeiros, no uso do equipamento e aumentar as chances de sucesso no
tratamento de pacientes, dando espaço para apoiar a alta na demanda de casos prevista
para os próximos anos.

Este trabalho tem como principal objetivo desenvolver modelos matemáticos-
computacionais baseados em otimização para auxiliar na prevenção de câncer cervical
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e no agendamento de pacientes oncológicos. Como objetivos especı́ficos é possı́vel elen-
car:

1. Propor um modelo para auxiliar médicos na definição da prioridade no acompa-
nhamento preventivo de câncer cervical estimado a partir dos fatores de risco;

2. Propor modelo que auxilie profissionais da saúde no processo de escalonamento
de pacientes para tratamentos oncológicos;

3. Analisar o desempenho de um algoritmo guloso com matróides para a resolução
do problema de priorização de pacientes.

Em termos de organização, este trabalho está dividido nas seguintes seções: Tra-
balhos relacionados, que apresenta uma revisão de trabalhos na literatura que buscam
resolver problemas similares de otimização e agendamento de pacientes; Fundamentação
teórica, onde são apresentados os conceitos a serem tratados nesse trabalho, como fatores
de risco do câncer cervical, otimização restrita, AMPL e matróides; Materiais e métodos,
que abrange os modelos propostos neste trabalho e a metodologia utilizada; Resultados
(Estudo de Caso), com a apresentação dos resultados obtidos a partir da execução do
modelo com os parâmetros selecionados; e por fim a seção de Discussões e Trabalhos
futuros, onde são trazidas algumas discussões e questões a serem abordadas em trabalhos
futuros.

2. Trabalhos Relacionados

As aplicações de otimização restrita na área de saúde são inúmeras, desde a gestão da
capacidade de atendimento, localização de unidades de saúde, até a entrega eficiente de
suprimentos [4]. Dentro dessas aplicações, o citado problema de escalonamento de pa-
cientes é abordado em alguns artigos como [4], [5] [6], e [7]. Cada pesquisa propõe seu
próprio modelo de como otimizar o escalonamento de pacientes no tratamento com ra-
dioterapia, definindo o conjunto de restrições e criando variáveis de decisões que fazem
sentido para cada contexto.

Problemas reais relacionados a serviços de saúde, em geral, são dinâmicos, es-
tocásticos, não lineares e contı́nuos. Devido a complexidade de criar modelos que levem
em consideração todos esses critérios, são propostos modelos mais simplificados, que
cheguem perto o suficiente da solução ótima. Alguns exemplos são os modelos criados
em [5] [6], e [7] que utilizam programação linear inteira para resolver o problema de es-
calonamento de pacientes. Cada um dos modelos seguem diferentes tipos de restrições,
como já citado, porém todas consideram variáveis de decisão semelhantes, que podem
assumir os valores de 1 se o paciente for afeto/agendado àquele turno ou 0 se não.

Em [5], o modelo de otimização é aplicado em um Hospital da Luz em Lisboa.
O objetivo principal é maximizar o número de tratamentos por dia e minimizar o tempo
de inatividade do serviço. Para alcançar esse objetivo, o estudo começa com a compre-
ensão do funcionamento do serviço de radioterapia e a coleta de dados sobre os tempos
de tratamento de cada paciente. Um escalonamento inicial é elaborado, considerando 9
tipos de tratamento de câncer diferentes, e revisado semanalmente para planejar a semana
seguinte. O problema é resolvido com o Solver do Excel e a solução é registrada em uma
planilha Excel usando um programa em Visual Basic for Applications (VBA).

De forma análoga, [6] propõe dois modelos para otimização do escalonamento
de pacientes no Hospital da Luz utilizando programação Linear Inteira, que são testados
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numa instância gerada aleatoriamente com dimensão próxima da real. É realizada uma
simplificação dos tipos de câncer, considerando apenas 2 tipos. Os resultados obtidos
foram analisados comparativamente procurando-se igualmente estudar uma possibilidade
de combinação de ambos modelos. Como no exemplo acima, o modelo é executado
utilizando VBA e o OpenSolver [6] .

Em [7], é discutido o desenvolvimento e a validação de um escalonador para ace-
leradores lineares usados em tratamento radioterápico de um hospital no Reino Unido.
O artigo compara o agendamento de tratamentos de radioterapia com outros problemas
de agendamento de consultas e mostra que embora exista um grande número de modelos
matemáticos e de simulação sendo usados para abordar o problema, estes não consideram
todas as restrições do escalonamento do mundo real. O artigo apresenta um novo modelo
de programação linear inteira para agendamento de tratamentos de radioterapia e avalia
a eficácia do modelo. Neste trabalho, todos os experimentos são executados usando o
ILOG CPLEX 12.1 em um ambiente Linux [7].

Em termos de estimar riscos de doenças, [8] desenvolve um modelo matemático
computacional baseado na teoria de conjuntos de lógica fuzzy para estimar o risco de uma
pessoa desenvolver a doença e auxiliar os especialistas na prevenção. Foram estudados
os principais fatores de risco e criadas variáveis linguı́sticas para subsidiar a construção
do sistema de regras fuzzy. Com a seleção de variáveis como idade, idade da primeira
relação sexual, histórico de câncer dos pais, presença de ISTs, tabagismo, quantidade de
parceiros homens no último ano e vacinação contra HPV, o risco do paciente desenvolver
câncer de colo uterino pode ser classificado em cinco categorias: muito baixo, baixo,
moderado, alto e muito alto.

Em [9], é abordado um problema de otimização que consiste em priorizar um
conjunto de requisitos para serem desenvolvidos, considerando as restrições de tempo e
esforço da equipe de desenvolvimento, além de equilibrar a satisfação dos clientes. O
modelo apresentado neste trabalho foi utilizado como base para a criação do modelo de
priorização de pacientes com base nos fatores de risco.

3. Fundamentação Teórica

Nesta seção, serão abordados conceitos essenciais relacionados ao câncer e seus fatores de
risco, bem como será apresentada a otimização restrita como uma abordagem matemática
para lidar com problemas complexos na área da saúde. Além disso, serão discutidos o
uso do software AMPL (A Mathematical Programming Language) como uma ferramenta
poderosa para modelagem e resolução de problemas de otimização, e a aplicação de ma-
troides como uma estrutura matemática possı́vel para representar e solucionar problemas
combinatórios. O entendimento desses conceitos é fundamental para a compreensão dos
modelos de otimização de problemas relacionados ao câncer apresentados na Seção 4.

3.1. Câncer e fatores de risco

O câncer do colo do útero, também conhecido como câncer cervical, surge devido à
infecção crônica por determinados tipos do papilomavı́rus humano (HPV) que são con-
siderados oncogênicos. Os tipos de HPV 16 e 18, em particular, estão associados a um
maior risco de progressão para lesões precursoras que, se não forem detectadas e tratadas,
podem evoluir para o câncer ao longo do tempo [2].
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A incidência de câncer cervical varia ao redor do mundo, com taxas mais elevadas
em paı́ses em desenvolvimento devido à falta de acesso ao rastreamento e aos cuidados de
saúde adequados. Segundo a Organização Mundial da Saúde (em inglês WHO), o câncer
do colo do útero é o quarto tipo de câncer mais comum em mulheres em todo o mundo,
com cerca de 604 mil casos novos, representando 6,5% de todos os tipos de câncer em
mulheres [3]. Estes são alguns fatores de risco associados ao desenvolvimento do câncer
cervical de acordo com o INCA [2]:

1. Infecção pelo vı́rus do papiloma humano (HPV);
2. Tabagismo;
3. Uso prolongado de anticoncepcionais hormonais;
4. Sistema imunológico comprometido;
5. Histórico familiar de câncer de colo de útero;
6. Vida sexual precoce e/ou múltiplos parceiros sexuais;
7. Idade;
8. Idade da Primeira relação sexual.

A infecção por HPV é uma causa necessária para o desenvolvimento do câncer do
colo do útero [2]. O HPV é transmitido por meio do contato sexual e pode infectar tanto
homens quanto mulheres. Fatores como imunodeficiência, idade precoce de inı́cio da
atividade sexual, tabagismo e a multiplicidade de parceiros sexuais aumentam a chance
de infecção pelo vı́rus, logo são considerados fatores de risco para o desenvolvimento
deste tipo de câncer.

O uso prolongado de contraceptivos hormonais também pode aumentar o risco da
doença, especialmente em mulheres que os utilizam por mais de cinco anos. É importante
destacar que o câncer cervical é tratável se for detectado precocemente através de exames
de rotina, como o exame Papanicolaou (PAP) e testes de HPV.

3.2. Otimização restrita

Uma das abordagens utilizadas para resolver problemas complexos com muitas restrições
é chamada otimização restrita. Segundo [10], constrained optimization - em português
otimização restrita - pode ser definida como um conjunto de métodos para identificar
de forma eficiente e sistemática a solução ótima para um problema que possui diversas
soluções possı́veis e restrições identificadas. O processo para modelagem de um problema
de otimização restrita é descrito como:

1. Identificar as variáveis de decisão;
2. Modelar o problema estudado como uma função, chamada de função objetivo;
3. Mapear as restrições do problema e;
4. Computar os valores de entrada que podem maximizar ou minimizar a função,

dependendo do objetivo do estudo.

Ainda segundo os autores, a notação padrão para qualquer problema de
otimização com o objetivo de encontrar o máximo é a seguinte :

Maximizar:
z = f(x1, x2, ..., xn, p1, p2, ..., pk) (1)
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sujeito a:
cj(x1, x2, ..., xn, p1, p2, ..., pk) <= Cj (2)

para j = 1, 2, ...,m.

onde x1, x2, ..., xn são as variáveis de decisão, f(x1, x2, ..., xn) é a função objetivo e
cj(x1, x2, ..., xn, p1, p2, ..., pk) <= Cj são as restrições. Note que as restrições podem
incluir desigualdade e igualdade e que a função objetivo e as restrições também incluem
parâmetros p1, p2, ..., pk, que não são variadas no problema de otimização.

No que tange à complexidade, problemas de otimização restrita podem ser mode-
lados de diversas maneiras: estático, quando não inclui um componente de tempo, logo
decisões tomadas em um momento não afetam as seguintes; ou dinâmico, onde o pro-
blema de otimização e parâmetros mudam com o passar do tempo; determinı́stico, onde as
informações são assumidas como certas; ou estocástico, onde a incerteza das informações
é adereçada; linear, onde os custos e os benefı́cios são tidos como constantes; ou não li-
near, onde a função objetivo e as restrições têm uma relação não linear com os parâmetros
do modelo; e por fim inteira (ou discreta), quando as variáveis de decisão podem assumir
apenas valores discretos; ou contı́nua, quando estas podem assumir valores fracionários
[10].

A resolução de problemas de programação inteira, como é o caso desse traba-
lho, pode ser difı́cil e demorada, principalmente quando o número de variáveis de de-
cisão é grande pois é sabido que estes problemas são NP-completos. No entanto, existem
vários métodos de resolução eficientes disponı́veis, como o método Branch and Bound e
o método Branch and Cut e heurı́sticas [9]. Além disso, existem softwares especializados,
como o Gurobi, CPLEX e SCIP, que são capazes de resolver problemas de programação
inteira de forma eficiente [11].

3.3. AMPL

A Mathematical Programming Language (AMPL) é uma linguagem abrangente e pode-
rosa para modelagem matemática. Foi desenvolvida por Robert Fourer, David Gay e
Brian W. Kernighan nos Laboratórios Bell com o objetivo de fornecer uma notação in-
tuitiva e semelhante à álgebra para a formulação de modelos [12]. O AMPL pode ser
utilizado para resolver problemas de programação linear, não-linear e inteira. Na Figura
2, é apresentado um modelo básico criado em AMPL.

Figura 2. Modelo básico em AMPL (arquivo ”file prod.mod”). Extraido de [11].

Além da criação do modelo, se faz necessário criar um arquivo com os dados para
serem executados, como pode ser conferido na Figura 3.
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Figura 3. Exemplo de dados utilizados no modelo da Figura 2 (arquivo ”file

prod.dat”). Extraido de [11].

O AMPL não resolve os problemas diretamente, apenas os traduz para uma forma
que possa ser compreendida e resolvida por algoritmos de otimização como o MINOS ou
o CPLEX. De acordo com [11], o CPLEX, ou IBM ILOG CPLEX Optimizer, é capaz de
solucionar problemas complexos de programação, incluindo problemas de programação
inteira, programação linear com grande escala, programação quadrática convexa e não
convexa, além de problemas convexos quadraticamente restritos. No entanto, para proble-
mas mais difı́ceis, como problemas de otimização global ou problemas de programação
inteira mista não lineares, são necessários solvers diferentes.

3.4. Matroides

Os problemas de otimização restrita em que as restrições formam uma estrutura de
matroide podem ser resolvidos usando a técnica de matroides. As matróides são
generalizações abstratas de matrizes, onde tem uma definição de “estrutura indepen-
dente”, e essa estrutura se prende a matróides finitos ou definidos sobre conjuntos finitos.
Combinados com um método guloso, é possı́vel encontrar soluções ótimas de maneira
eficiente, sem a necessidade de testar todas as combinações possı́veis de soluções.

A teoria das matroides surgiu com o objetivo de unir e melhorar os resultados
de um determinado problema, onde Hassler Whitney conseguiu relacionar as ideias de
independência em teoria dos grafos e independência linear no estudo de espaços vetoriais.
O grande interesse pela teoria das matroides é pelo fato do algoritmo se concentrar em
problemas combinatórios, fazendo com que mostre a melhor possibilidade possı́vel.

Segundo Oxley [13], seja uma matróide M = (E,F ), onde a entrada E é um
conjunto finito de elementos e F é uma famı́lia de subconjuntos de E tal que obedeçam
as seguintes proposições:

O método guloso consiste em construir uma solução passo a passo, selecionando a
cada etapa a solução que fornece a maior melhoria possı́vel para a função objetivo, sujeita
às restrições do matroide. Esses algoritmos são chamados de ganancioso/guloso porque
percorrem o caminho mais ambicioso, sem olhar consequências. Eles são mais fáceis de
usar e compreender, possuindo diversas aplicações na literatura. Segundo Cormen [14] ,
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o método guloso é bastante poderoso e funciona bem para uma ampla faixa de problemas,
porém nem sempre produz soluções ótimas.

No entanto, nem todos os problemas de otimização restrita podem ser resolvi-
dos usando técnicas de matroides. É necessário verificar se a estrutura de restrições do
problema forma um matroide antes de aplicar esse método.

4. Materiais e Métodos

Em geral, as etapas realizadas nesse trabalho foram as seguintes:

1. Formulação do problema: Entendimento do problema, definição da função
objetivo, bem como as restrições que limitam as possı́veis soluções. Escrita das
restrições em forma matemática, utilizando variáveis e parâmetros de decisão.
O modelo proposto no trabalho de [5] foi utilizado como base para a criação do
modelo de escalonamento e a modelo descrito em [9] foi a referência utilizada
na criação do modelo para estimar o risco do paciente vir a desenvolver câncer
cervical.

2. Seleção da técnica de otimização mais adequada para resolução do problema.
Nesse caso, foram escolhidas programação inteira para os modelos na primeira
parte desse trabalho.

3. Resolução do problema: nessa etapa o modelo matemático foi traduzido para
linguagem matemática, o software de resolução foi escolhido e os parâmetros
foram definidos. Com isso, modelo foi executado para encontrar a solução ótima
do problema.

4. Avaliação da solução: por fim, foi verificado se a solução encontrada atende às
restrições e objetivos do problema. Nessa etapa, alguns parâmetros e variáveis
foram ajustados e o processo de resolução foi repetido.

4.1. Modelo para acompanhamento preventivo de pacientes baseado em fatores de

risco

Como citado nas seções anteriores, o câncer cervical é um tipo de câncer que tem altas
chances de cura se detectado previamente através de exames como o exame do Papani-
colau e o exame HPV. Esses exames são limitados, então se faz necessário priorizar os
casos mais urgentes para a execução deste exame. O objetivo deste modelo é estimar o
grau de risco de uma mulher vir a desenvolver câncer cervical baseado nos fatores de risco
e propor uma ordem de prioridade baseado nessa informação.

Seja M o conjunto de mulheres de uma localidade e H o conjunto de hospitais que
realizam esse exame nessa área. Seja R o conjunto de todos os fatores de risco associados
ao câncer cervical. Cada mulher i, terá um conjunto de fatores de risco associados a ela,
denotado por Ri, Ri ✓ R. Cada r 2 R possui um peso associado, pr 2 Z+, que é o peso
daquele fator de risco no desenvolvimento do câncer cervical.

Assumindo que existem m mulheres para fazer o exame, M = {1, 2, 3, ...,m} e n
hospitais, H = {1, 2, 3, ..., n}, onde cada mulher pode ser atendida pela sede e por outros
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hospitais de preferência da sua região, o desafio é encontrar um subconjunto de mulheres
S ✓ M , que devem ser escolhidas primeiro para executar o teste em cada hospital.

Este problema pode ser formulado como um problema de otimização, no qual
temos:

Variáveis de decisão:

xij =

⇢
1 se a mulher i é selecionada para realizar o exame no hospital j;

0 caso contrário.8i 2 M ,8j 2 H

Função objetivo:

max

mX

i=1

nX

j=1

rixij (3)

onde ri representa o risco da mulher i.

Restrições:

- Limite de testes disponı́veis nos hospitais: o número de mulheres atendidas não ultra-
passa o limite de testes de cada hospital. Desta forma, temos:

mX

i=1

Dijxij  Cj , j = 1, 2, ..., n. (4)

onde Cj representa a capacidade do hospital j e D é a matriz que relaciona mulheres a
hospitais.

- Limite de testes por paciente: cada mulher só pode fazer o teste uma vez, ou seja, só
pode ser atendida em um hospital. Desta forma, temos:

nX

j=1

xij  1, i = 1, 2, ...,m. (5)

Cálculo do risco:

Para o cálculo do risco de cada paciente, foram considerados os fatores selecio-
nados em [8], que são eles: idade, idade da primeira relação sexual, histórico familiar,
presença de infecções sexualmente transmissı́veis (ISTs), tabagismo, quantidade de par-
ceiros sexuais no último ano e se a paciente tomou a vacina contra o HPV. No estudo
citado, é explicado a correlação entre os fatores de risco e o desenvolvimento do câncer.
Para fins desse trabalho, foi considerada a lógica apresentada na Tabela 1 para definição
do peso dos fatores de risco:

Assim é possı́vel determinar o peso de cada fator de risco, conforme apresentado nas
Tabelas 2-8.
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Tabela 1. Definição dos pesos.

Contribuição do fator para o risco Peso
Pouco impacto 10
Médio impacto 50
Alto impacto 100

Tabela 2. Fator de risco: Idade.

Idade Classificação Risco
Entre 0 e 11 anos Criança 10

Entre 12 e 18 anos Adolescente 10
Entre 19 e 29 anos Adulto jovem 50
Entre 30 e 59 anos Adulto 100
Maior que 60 anos Idoso 100

Tabela 3. Fator de risco: Idade da primeira relação sexual.

Idade da 1a relação sexual Classificação Peso
Entre 0 e 11 anos Criança 100
Entre 12 e 18 anos Adolescente 100
Maior que 19 anos Adulto 50

Tabela 4. Fator de risco: Histórico de câncer na famı́lia.

Histórico de câncer na famı́lia Classificação Peso
Entre 0 a 1 canceres Fraco 10
Entre 2 a 4 canceres Médio 50

Maior que 5 canceres Forte 100

Tabela 5. Fator de risco: Número de ISTs.

Número de ISTs Classificação Peso
Entre 0 e 1 ISTs Fraco 10

2 ISTs Médio 50
Maior que 3 ISTs Forte 100

Tabela 6. Fator de risco: Tabagismo.

Fumante Peso
Sim 50
Não 10

Tabela 7. Fator de risco: Quantidade de parceiros sexuais no último ano.

Quantidade de parceiros sexuais Classificação Peso
Entre 0 e 5 parceiros Poucos 10
Entre 6 e 15 parceiros Moderado 50

Maior que 16 parceiros Muitos 100
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Tabela 8. Fator de risco: Vacinação HPV.

Vacinação HPV Peso
Sim 10
Não 50

O risco associado a um paciente i, ri, é calculado como a soma dos fatores de
risco que essa pessoa apresenta, baseados em [8]:

1. Paciente 1: (idade é adulto) e (idade da primeira relação é adulto) e (presença
de ISTs é forte) e (tabagismo é não) e (histórico familiar é forte) e (parceiros é
moderado) e (vacina contra hpv é não)

2. Paciente 2: (idade é adulto jovem) e (idade da primeira relação é crianca/adolesc)
e (presença de ISTs é medio) e (tabagismo é não) e (histórico familiar é fraco) e
(parceiros é pouco) e (vacina contra hpv é não)

O cálculo de r1 e r2 pode ser visto nas Tabelas 9 e 10. Para facilitar a leitura, usa-
remos a seguinte legenda: I: idade; IRS: idade da primeira relação sexual, H: histórico fa-
miliar; ISTs: presença de infecções sexualmente transmissı́veis, T: tabagismo;QP: quan-
tidade de parceiros sexuais no último ano; V: vacina contra HPV.

Tabela 9. Exemplo do cálculo do risco para o paciente 1.

Fator de risco Classificação Peso
I adulto 100

IRS adulto 50
IST forte 100
T não fumante 10
H forte 100

QP moderado 50
V não vacinado 100

Total 510

Tabela 10. Exemplo do cálculo do risco para o paciente 2.

Fator de risco Classificação Peso
I adulto jovem 50

IRS adulto 50
IST fraco 10
T fumante 100
H médio 50

QP muitos 100
V vacinado 10

Total 370

Neste exemplo, o paciente 1 tem um risco mais alto do que o paciente 2, logo deve
ter a prioridade para a realização do exame.
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4.2. Modelo para agendamento de pacientes em tratamento oncológico

O objetivo do segundo modelo de otimização escolhido é melhorar a eficiência do agenda-
mento dos pacientes a fim de minimizar os tempos de inatividade da escala, dando assim
resposta a um maior número de pacientes [5]. Para fins de aplicação deste modelo, são
consideradas as informações a seguir:

1. O atendimento dos pacientes funciona 8h por dia apenas em dias úteis e tem
duração de 15 minutos.

2. Cada paciente faz um único atendimento por dia, durante aproximadamente
quinze dias úteis em média. Esse perı́odo pode variar dependendo da patologia.

3. O tratamento alvo deste estudo é o da radiologia externa, onde assume-se que é
possı́vel atender apenas um paciente por vez em cada turno devido à limitação de
máquinas disponı́veis (acelerador linear).

4. Uma vez agendado um paciente para um turno, este não é modificado até o término
do tratamento.

5. É sabido a lista de novos pacientes e pacientes em tratamento ao iniciar o escalo-
namento, bem como os turnos ocupados e disponı́veis.

6. Pacientes com tratamentos semelhantes são priorizados para estarem em turnos
próximos com o objetivo de reduzir o tempo de preparação do equipamento.

7. O tempo de duração do tratamento (15min) inclui o tempo de preparação das salas
entre um paciente e outro e não inclui a consulta inicial com o médico Radio-
Oncologista, que deve ser feita antes do inı́cio do tratamento.

Para a formulação do problema em [5], foram definidos (retirados integralmente
do estudo original):

Conjuntos ou entradas:

K = tratamentos possı́veis;
P= pacientes a iniciar tratamento;
Td = turnos com vaga disponı́vel no dia d.

Índices:

k – tipo de tratamento (k 2 K);
p – paciente a iniciar tratamento (p 2 P );
d – dia da semana (d = 1, . . . ,5);
Td – turno do dia d (td 2 Td).

Parâmetros:

kp– tipo de tratamento do paciente p (kp 2 K);
dp– dia que o paciente p 2 P tem que iniciar o tratamento (dp = 1, . . . ,5);
cp

tdd – penalização (ou custo) de inserir o paciente p, com tratamento k , no turno td

do dia d. Esta penalização vai depender do tratamento que antecede e sucede uma dada
vaga disponı́vel e o tratamento do novo paciente a ser atribuı́do no dia a que este inicia
o tratamento, dp. Contudo, mantém-se constante para os dias seguintes ao de inı́cio de
tratamento, ou seja, cptdd = cp

tddp , d > dp .
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Variáveis de decisão:

Para cada paciente, p 2 P , a iniciar tratamento kp no dia dp:

xp
tdd =

⇢
1 se o paciente p é atribuı́do ao turno td do dia d, 8d � dp;

0 caso contrário.

Função objetivo proposta:

min

X

p2P

5X

d=dp

X

td2Td

cp
tddxp

tdd (6)

O objetivo é minimizar o custo total de alocação de pacientes, encontrando a me-
lhor alocação de pacientes para cada turno, considerando a disponibilidade dos pacientes
e a capacidade de cada turno.

Restrições:

s.a =

8
>>>>>><

>>>>>>:

P
p2P xp

tdd  1 td 2 Td; d = 1,...,5;

P
td2Tdp

xp
tddp = 1 p 2 P ;

xp
tdd  xp

tdd+1
p 2 P ; td 2 Td; d = dp,...,4;

xp
tdd 2 {1, 0} p 2 P ; td 2 Td; dp  d  5.

Explicando as restrições, na primeira equação das restrições, garante-se que a
cada turno de cada dia é atribuı́do um doente no máximo. Na segunda, garante-se que
cada doente, p, é atribuı́do a um turno no dia pretendido, dp. Nas restrições da terceira
linha, impõe-se que cada paciente, p, é atribuı́do sempre ao mesmo turno, td a que for
atribuı́do no dia em que inicia o tratamento, dp. Na linha final, define-se o domı́nio das
variáveis.

Penalização ou custo:

A penalização ou custo propostos no modelo do estudo [5] são definidos na Tabela
11:

Tabela 11. Definição de penalizações. Retirado de [5].

Penalização Sequência entre tratamentos
C Se o novo paciente é atribuı́do após um paciente

com o mesmo tipo de tratamento no escalona-
mento inicial, kp

3C Se o novo paciente é atribuı́do após uma vaga,
mas próximo de um paciente com o mesmo tipo
de tratamento, kp

4C Se o novo paciente é atribuı́do após um paciente
com o tipo de tratamento diferente de kp.
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5. Resultados (Estudo de Caso)

O objetivo inicial da pesquisa era utilizar dados reais do Hospital das Clı́nicas localizado
em Recife - PE, porém, devido à necessidade de aprovação do comitê de ética e demais
trâmites para liberação de dados, não houve tempo hábil para sua realização. É comum
que estudos que envolvam dados de pacientes passem por uma série de processos bu-
rocráticos a fim de garantir a segurança e privacidade dos mesmos. Apesar de não ter sido
possı́vel utilizar esses dados, a pesquisa seguiu com outras fontes e métodos para alcançar
seus objetivos.

Nesta seção é ilustrada a aplicação dos conceitos teóricos discutidos na Seção
4. Os modelos matemáticos são traduzidos para a linguagem matemática AMPL e são
finalmente testados com a utilização de um conjunto de dados fictı́cios criados a partir
das regras definidas na Seção 4.

Todos os modelos foram testados em um Macbook Pro 2017, com o processador
3,1 GHz Dual-Core Intel Core i5 e sistema operacional macOS Ventura 13.2.1. Todos
os arquivos contendo o código do modelo, os dados e os comandos para execução estão
disponı́veis em repositório online cujo o link pode ser encontrado em [15].

5.1. Resultados do acompanhamento preventivo de pacientes baseado em fatores de

risco

Para os experimentos com o modelo de priorização de mulheres para execução de exa-
mes citopatológico com base nos fatores de risco, foram consideradas as seguintes
informações:

1. Devido a limitações da versão gratuita do software AMPL IDE, foi utilizado um
conjunto reduzido de dados, limitado a 100 pacientes.

2. Foi escolhida a cidade de Ipojuca na região metropolitana de Recife-PE como
inspiração para o problema, que possui cinco unidades de saúde que fazem a co-
leta de material do colo de útero para exame citopatológico. Devido ao uso de
um conjunto de dados reduzido, a capacidade de cada unidade de saúde também
foi reduzida. A capacidade hipotética de cada unidade de saúde está descrita na
Tabela 12.

3. Cada paciente foi aleatoriamente associado a uma ou múltiplas unidades de saúde
de sua região. Na Tabela 13 pode ser visto um exemplo dessa associação, onde o
valor da coluna é ”1”se o paciente pode ser atendido por aquele hospital e ”0”se
não pode.

4. O risco dos pacientes foi definido aleatoriamente utilizando as regras de peso apre-
sentadas na Seção 4.1.

Na Figura 4, é possı́vel visualizar código em AMPL utilizado para testar o modelo:

Por fim, os pacientes selecionados para realizar o exame dado o risco associado a
eles pode ser visto na Tabela 14:
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Tabela 12. Capacidade das unidades de saúde para coleta de material do colo de

útero para exame citopatológico.

Unidade de saúde Capacidade de exames
1 34
2 10
3 13
4 5
5 5

Tabela 13. Atribuição de pacientes a hospitais/unidades de saúde.

Pacientes Unid.1 Unid.2 Unid. 3 Unid. 4 Unid. 5
1 0 0 0 1 1
2 0 1 0 0 0
3 1 1 0 1 1
4 0 1 0 0 0
5 0 0 0 1 0
6 0 0 1 0 0
7 1 0 0 1 0
8 0 0 0 1 0
9 0 1 0 1 0

10... 1 0 0 0 0

Figura 4. Modelo escrito em AMPL. Arquivo .mod.

O tempo de execução do código acima foi 0.173982 segundos.
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Tabela 14. Pacientes com prioridade para a realização dos exames nas unidades

de saúde.

Unidade de
saúde

Pacientes selecionados

1 3, 10, 12, 18, 19, 20, 21, 25, 28, 29, 34, 35, 41, 42, 47, 50, 59, 60, 62,
67, 70, 72, 78, 81, 83, 85, 87, 89, 91, 92, 95, 97, 98, 99

2 4, 14, 17, 22, 39, 49, 55, 66, 69, 75
3 6, 16, 24, 32, 51, 53, 54, 68, 79, 88
4 7, 9, 26, 52, 86
5 36, 37, 46, 48, 74

5.2. Resultados do agendamento de pacientes oncológicos

Para os testes com o modelo, foram consideradas as seguintes informações:

1. Cada paciente faz um único atendimento por dia.
2. É possı́vel atender apenas 4 pacientes por vez em cada turno devido à limitação

de máquinas disponı́veis.
3. O custo da alocação de pacientes com tratamentos semelhantes é menor do que

a de tratamentos distintos devido ao tempo de preparação do equipamento. Para
fins dessa atividade, os custos foram definidos aleatoriamente.

4. O custo de um turno sem alocação de pacientes é de 500 unidades.
5. Devido a limitações da versão demo do software AMPL IDE, foram utilizados um

conjunto reduzido de dados, limitado a 45 pacientes.

Na Figura 5, é apresentado o modelo descrito na linguagem AMPL:

Figura 5. Modelo escrito em AMPL. Arquivo .mod
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Ao rodar o modelo com os dados, o resultado é mostrado na Tabela 15 :

Tabela 15. Pacientes agendados para tratamentos oncológicos com base em sua

prioridade.

Segunda Terca Quarta Quinta Sexta

Manhã

Paciente 9
Paciente 31
Paciente 33
Paciente 39
Paciente 40

Paciente 18
Paciente 19
Paciente 20
Paciente 41
Paciente 45

Paciente 2
Paciente 3
Paciente 5
Paciente 9

Paciente 18
Paciente 19
Paciente 20
Paciente 41
Paciente 45

Paciente 23
Paciente 24
Paciente 28
Paciente 29
Paciente 30

Tarde

Paciente 8
Paciente 10
Paciente 32
Paciente 34
Paciente 35

Paciente 12
Paciente 13
Paciente 42
Paciente 43
Paciente 44

Paciente 8
Paciente 10
Paciente 32
Paciente 34
Paciente 35

Paciente 12
Paciente 13
Paciente 42
Paciente 43
Paciente 44

Paciente 21
Paciente 22
Paciente 25
Paciente 26
Paciente 27

O tempo de execução do código acima foi 0.182588 segundos.

6. Parte 2: Matróides

Nesta seção apresenta-se a modelagem do problema utilizando matroides. Como foi ci-
tado na Seção 3, nem todos os problemas podem ser resolvidos com essa técnica. Por-
tanto, o primeiro passo será provar que esse problema tem uma estrutura de matróides.

6.1. Modelagem do problema

Para fins de modelagem do problema, são consideradas as seguintes informações:

• A duração dos atendimentos é de 15 minutos.
• Cada paciente faz um único atendimento por dia.
• É possı́vel atender apenas um paciente por vez em cada turno devido à limitação

de máquinas disponı́veis.
• O custo da alocação de pacientes com tratamentos semelhantes é menor do que a

de tratamentos distintos devido ao tempo de preparação do equipamento.

Os seguintes conjuntos são entradas do problema:

• Um conjunto P finito e ordenado de pacientes a serem alocados;
• Um conjunto H finito de horários disponı́veis;
• Um conjunto de C finito de n pesos não negativos ou custos de alocar os pacientes

nos horários disponı́veis.

Considere que existe uma função � de P para subconjuntos do conjunto H. Se-
gundo Gale [16], um subconjunto A de P é atribuı́vel se existe um função injetora � de
A para H tal que �(a) 2 �(a) para todo a em A. Ele prova em [16] que uma famı́lia
de conjuntos atribuı́veis contém um elemento ótimo e também prova que essa famı́lia é
uma matróide. Portanto, se modelado o problema de alocação de pacientes como uma
famı́lia de conjuntos atribuı́veis, estes formarão uma matroide e conseguiremos definir
um conjunto atribuı́vel ótimo Ā como solução do problema.
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Figura 6. Exemplo ilustrativo de uma atribuição.

Se tomarmos por exemplo uma lista de 3 pacientes e 3 horários disponı́veis:

Se levarmos em conta a restrição do problema, onde apenas um paciente é alocado
em cada horário disponı́vel, garantimos que essa função de atribuição partindo de P para H
é injetora, logo a famı́lia F abaixo pode ser caracterizada como uma famı́lia de conjuntos
atribuı́veis de P, onde uma tupla é formada pelo paciente e seu respectivo horário alocado:
F = { {}, {(1,1)}, {(1,2)}, {(1,3)}, {(2,1)}, {(2,2)}, {(2,3)}, {(3,1)}, {(3,2)}, {(3,3)},
{(1,1), (2,2)}, {(1,1), (3,3)}, {(1,1), (2,3)}, {(1,1), (3,2)}, {(2,2), (3,3)}, {(2,2), (3,1)},
{(2,2), (1,3)}, {(3,3), (2,1)}, {(3,3), (1,2)}, {(1,2), (2,1)}, . . . }

Como foi provado por Gale em [16], uma famı́lia F de conjuntos atribuı́veis é uma
matróide, logo seguimos para a solução do nosso problema de encontrar um conjunto
ótimo.

Podemos implementar essa estrutura de matroide da seguinte forma:
1. Criamos um conjunto de pacientes;
2. Ordenamos o conjunto de pacientes pelo custo em ordem crescente;
3. Inicializamos um conjunto vazio de pacientes agendados;
4. Percorremos os pacientes em ordem crescente de custo:

(a) Verificamos se o paciente já foi alocado;
(b) Se sim, ignoramos o paciente e partimos para o próximo;
(c) Se não, verificamos se o paciente pode ser adicionado ao conjunto de pa-

cientes agendados sem criar conflitos de horário:
Se puder, adicionamos o paciente ao conjunto de pacientes agendados;
Se não puder, ignoramos o paciente;

5. Retornamos o conjunto de pacientes agendados e o custo total.
O código implementado em Python pode ser visto na Figura 7:

A função patientScheduling recebe como parâmetro uma lista, onde cada item é
uma tupla com três elementos: o ID do paciente, o horário desejado para a consulta e
o custo associado à alocação desse paciente. Os horários disponı́veis são representados
como uma lista de inteiros que indicam os horários disponı́veis.

O algoritmo começa definindo duas funções auxiliares: isIndependent(S) e isAl-
located(P). A primeira função verifica se um conjunto de pacientes S é independente, ou
seja, se não há conflitos de horários entre eles. A segunda função verifica se um paciente
P já foi alocado.
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Figura 7. Código em Python.

Em seguida, a função patientScheduling inicializa a lista assignment de pacientes
alocados, a lista allocated patients de pacientes já alocados e o custo total totalCost.

O algoritmo guloso para matroides é então executado em um loop for que itera
sobre a lista de pacientes ordenados por custo em ordem crescente. Para cada paciente,
é verificado se ele já foi alocado e se é independente dos pacientes já alocados. Se es-
sas condições forem satisfeitas, o paciente é adicionado à lista de pacientes alocados
assignment, à lista de pacientes já alocados allocated patients e o custo associado a essa
alocação é adicionado ao custo total totalCost.

Por fim, a função imprime a lista de pacientes alocados e o custo total. Cada
paciente alocado é exibido junto com o horário em que será atendido.
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6.2. Resultados (Estudo de Caso)

Para os testes com o modelo, foram consideradas as seguintes informações:

1. A lista de pacientes a ser alocados é composta por 100 pacientes;
2. A cada semana, 10 turnos estão disponı́veis para alocação, sendo t1 correspon-

dendo ao turno de segunda-feira pela manhã, t2 segunda-feira pela tarde e assim
sucessivamente.

3. Para cada paciente, foram definidos aleatoriamente os custos de alocação para
cada turno.

4. É possı́vel atender apenas 1 paciente por vez em cada turno devido à limitação de
máquinas disponı́veis.

5. Cada paciente deve ser alocado a apenas 1 turno por semana.

Na Figura 8, é possı́vel visualizar o resultado do modelo executado em Python:

Figura 8. Resultado do teste do modelo em Python.

O tempo de execução do código acima foi 0.003265 segundos.

Acerca da eficiência do algoritmo, o tempo de execução deste depende principal-
mente da complexidade das duas funções auxiliares isIndependent(S) e isAllocated(P).

A função isIndependent(S) verifica se um conjunto de pacientes é independente,
isto é, se cada paciente tem um horário de atendimento diferente. Para cada paciente em S,
a função percorre a lista de pacientes já alocados e verifica se o horário de atendimento do
paciente já foi utilizado. Como o número de pacientes já alocados pode ser no máximo
len(S) - 1, o tempo de execução da função é de ordem O(n), onde n é o número de
pacientes.

A função isAllocated(P) verifica se um conjunto de pacientes já foi alocado. Para
cada paciente em P, a função percorre a lista de pacientes já alocados e verifica se o
paciente já está lá. Como o número de pacientes já alocados pode ser no máximo len(P) -
1, o tempo de execução da função também é de ordem O(n).

A complexidade total do algoritmo é O(n2 log n), onde n é o número de pacientes.
Isso ocorre porque a função principal executa um loop sobre os pacientes, que é O(n), e,
em seguida, chama as funções auxiliares, que são O(n) cada uma. Além disso, o algoritmo
usa a função sorted() - função interna do Python que cria uma nova lista classificada a
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partir de um iterável - para classificar os pacientes com base em seus horários de chegada,
o que leva O(n log n) tempo. Portanto, a complexidade total é O(n2 log n).

Em resumo, a análise do tempo de execução do algoritmo usando a notação Big O
mostra que ele é relativamente eficiente para um número pequeno de pacientes, mas pode
se tornar lento à medida que o número de pacientes aumenta.

7. Discussões e Trabalhos futuros

Por meio da aplicação da otimização restrita, foi possı́vel construir dois modelos que po-
dem beneficiar profissionais e instituições de saúde que lidam com o câncer: um para
selecionar os pacientes com o maior risco de desenvolver câncer de colo de útero para
realização de exames preventivos e outro para otimizar o agendamento de pacientes on-
cológicos. Para simplificar o primeiro modelo, foi selecionado um subconjunto de 07
fatores para estimar o risco de 100 pacientes. O modelo desenvolvido é um protótipo
inicial que pode ser aprimorado no futuro. Do ponto de vista computacional, é possı́vel
melhorar os modelo matemático utilizando distâncias reais das unidades de saúde como
base para construção da matriz D que relaciona paciente a hospitais. Além disso, seria
ideal integrar o modelo com um software para pudesse ser utilizado diretamente por pro-
fissionais de saúde e médicos no dia a dia da unidade de saúde para ajudar na priorização.

Em relação ao segundo modelo, foram considerados 45 pacientes apenas devido
a limitação da licença demo do software e um limite de 4 pessoas por turno. No futuro,
pode-se melhorar esse modelo para considerar um maior número de pacientes e horários
para agendamento, além da própria otimização do programa escrito. Infelizmente, ambos
os modelos não foram testados com dados reais de pacientes, o que não invalida a pes-
quisa, mas impossibilitou o teste in loco. No futuro, seria interessante a validação desses
modelos em hospitais e unidades de saúde.

A respeito da resolução do modelo utilizando matróides, trabalhos futuros relacio-
nados a esse texto poderiam explorar outras técnicas matemáticas além de matróides para
resolver o problema de alocação de pacientes. Além disso, seria interessante investigar
como a modelagem do problema pode ser estendida para lidar com outras restrições, como
a disponibilidade de recursos médicos especı́ficos para cada paciente ou a preferência do
paciente por horários especı́ficos. Outra área de pesquisa relacionada seria a análise da
eficácia do algoritmo proposto em casos mais complexos, com um grande número de
pacientes e horários disponı́veis, por exemplo.
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