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Estudo de técnicas preditivas para o auxilio a gestores na
pandemia de COVID-19.

[Eliana Maria Silva de Franca] !, [Rodrigo Gabriel Ferreira Soares] !

'Departamento de Estatistica e Informatica — Universidade Federal Rural de Pernambuco
Rua Dom Manuel de Medeiros, s/n, - CEP: 52171-900 — Recife — PE — Brasil

eliana.franca@ufrpe.br, rodrigo.gfsoares@ufrpe.br

Resumo. O objetivo principal deste trabalho é propor uma alternativa aos le-
vantamentos estatisticos exploratorios, no suporte a tomada de decisdo dos ges-
tores, durante o enfrentamento a pandemia da COVID-19. Para tal, foi-se criada
uma metodologia, utilizando aprendizado de mdquina para fornecer uma nova
ferramenta de predi¢cdo de mortes causadas por COVID-19, a partir de dados
abertos que contenham caracteristicas sanitdrias, demogrdficas e populacio-
nais. De tal modo que, a partir deste estudo se possa desenvolver um modelo
de inteligéncia artificial capaz de auxiliar no enfrentamento da pandemia de
COVID-19. Dos 3 algoritmos de inteligéncia artificial utilizados (Decision Tree,
Support Vector Machine e Multilayer Perceptron), o modelo baseado em Sup-
port Vector Machine foi o que apresentou o melhor desempenho, pois é o que
possui o menor Erro Absoluto Médio, métrica utilizada para medir a qualidade
de modelos de inteligéncia artificial baseados em regressdo.

Abstract. The main objective of this work is to propose an alternative to explo-
ratory statistical surveys, to support the decision-making of managers, during
the confrontation of the COVID-19 pandemic. To this end, a methodology was
created, using machine learning to provide a new tool for predicting deaths
caused by COVID-19, from open data that contain sanitary, demographic and
population characteristics. In such a way that, from this study, an artificial in-
telligence model can be developed capable of helping to face the COVID-19
pandemic. Of the 3 artificial intelligence algorithms used ( Decision Tree, Sup-
port Vector Machine and Multilayer Perceptron), the model based on Support
Vector Machine showed the best performance, because it has the lowest Mean
Absolute Error, a metric used to measure the quality of regression-based artifi-
cial intelligence models.
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1. Introducao

Esta se¢do tem como objetivo introduzir a temdtica e motivagdo deste estudo, os
quais serdo descritos e explicados nas subsecdes a seguir.

Os tdpicos a serem abordados sdo:

Contexto;

Problema e Motivacao;
Objetivos;

Abordagem da Proposta.;
Impacto e Resultados;
Contribuicoes.

NNk D=

1.1. Contexto

A COVID-19 € uma doenca infecciosa causada pelo virus SARS-CoV-2. O termo
COVID-19 vem do acronimo da sigla em inglés que refere a (co)rona (vi)rus (d)isease, o
que em tradugdo para o portugués significa “doenca do coronavirus”, quanto ao nimero 19
estd ligado ao ano em que os primeiros casos foram publicamente divulgados, na cidade
de Wuhan, provincia de Hubei, China, em dezembro de 2019.

O virus se espalha, na maioria das vezes, de pessoa para pessoa por meio de
goticulas respiratérias, produzidas quando uma pessoa infectada tem tosse, espirra ou
fala. H4 casos de pessoas infectadas que ndo apresentam sintomas, mas, geralmente, as
pessoas infectadas apresentam sintomas respiratorios, que podem variar de leve a grave,
estes ultimos podem causar a faléncia da pessoa infectada.

As medidas para prevengdo e mitigacdo da transmissao da COVID 19 sido: dis-
tanciamento social, etiqueta respiratdria e de higienizacdo das maos, uso de mascaras,
limpeza e desinfecao de ambientes, isolamento de casos suspeitos e confirmados, quaren-
tena dos contatos dos casos de COVID-19 e vacinacao.

A fim de aumentar o distanciamento social, diversos setores tiveram suas ativi-
dades paralisadas ou mantidas de forma remota, este ultimo foi e ainda é praticado por
diversas empresas privadas e 6rgdos publicos.

Muito se € especulado sobre quando e como € seguro retornar as atividades pre-
senciais. Diante deste cendrio, algumas empresas privadas se adaptaram totalmente ao
modelo de trabalho remoto, no entanto, algumas empresas e principalmente as reparticoes
publicas sentem a necessidade de alguma modalidade de trabalho que envolve o convivio
in loco dos seus colaboradores. Mas como saber quando e como € seguro retornar para os
escritorios?

Existem diversas técnicas estatisticas e computacionais, que podem ajudar na to-
mada de decisdo dos gestores, dentre estas técnicas, se destacam os métodos estatisticos
e os métodos de aprendizado de maquina.

Os métodos estatisticos utilizam os dados para levantar comportamentos e
tendéncias nos dados que refletem as condi¢cdes do momento da coleta dos dados. Alguns
levantamentos estatisticos frequentemente utilizados para medir a situagdo da COVID-19
sao: média, média movel, média ponderada e moda.
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Algoritmos de aprendizado de mdaquina sdo eficientes para predizer resultados
a partir de um modelo treinado, utilizando-se de uma base de dados como referéncia,
quando estas bases possuem padrdes de comportamentos, que ajudam a predizer compor-
tamentos futuros.

1.2. Problema e Motivacao
Uso de levantamentos estatisticos exploratérios no auxilio de tomada de decisao para
retomada ou paralisaciao de atividades comerciais, empresariais e organizacionais
durante a pandemia da COVID-19

Durante o ano de 2021, ocorreram constantes ciclos de abertura e fechamento de
estabelecimentos, desde comércios e escritdrios a reparticdes publicas. Muitas empresas
foram impactadas pelas aberturas e fechamentos de seus negdcios, pois nao conseguiram
se adaptar ao constante cendrio de abertura e fechamento das empresas para atividades
presenciais. Isto foi devido a flutuacdo do nimero de casos confirmados e de mortes cau-
sadas pela COVID-19.

Quando os casos confirmados e quantitativo de mortes decrescia, as organizacoes
iniciavam a retomada de suas atividades presenciais, porém algumas semanas depois, por
conta do aumento do nimero de casos e mortes, precisavam fechar os estabelecimen-
tos, voltar a atividades remotas ou aumentar a rigidez nas medidas de manutencao de
distanciamento social dentro das dependéncias fisicas dos locais de trabalho. Quando os
ndmeros diminuiam, as atividades eram retomadas e quando aumentavam, novamente,
as atividades eram interrompidas ou afetadas de modo que impactava negativamente na
administra¢do e manutencao dos negdcios.

A incerteza de como as atividades podem ser realizadas, geram custos, que em
tempos de crise, podem ser catastroficos para as empresas e por consequéncias para as
pessoas que dependem destes negdcios.

Os impactos causados por esta incerteza envolvem horario de funcionamento dos
estabelecimentos reduzido, compra de materiais sanitarios e EPI’s para os funcionarios
e usudrios que utilizam os servigos, necessidade de fornecer apoios financeiros e es-
truturais para o trabalho remoto dos funciondrios, aluguel de estabelecimentos que nao
estdo sendo utilizados, necessidade de contratar servicos para prética do delivery, necessi-
dade de investimento em servicos eletronicos, tais quais certificados digitais e assinaturas
eletronicas para validar autenticidade de documentos, plataformas digitais para tratamento
de documentag¢des no geral, como em assinatura de contratos, abertura de editais, abertura
e acompanhamento de processos, etc. Em cada um dos cendrios apresentados ha impacto
direto nas receitas das empresas, que pelo ponto de vista micro € macroecondmico, im-
pactam na estrutura econdmica do pais.

Muitas empresas, comércios, organizagdes € governos utilizaram os resultados de
levantamentos estatisticos para auxiliar nas suas decisdes sobre retomar ou paralisar as
atividades presenciais. E isto foi visto, bastante, no ano de 2021, no qual ocorreu um
ciclo de abertura e fechamento de estabelecimentos comerciais, um ciclo de retomada e
paralisacdo de atividades presenciais em muitas empresas e organizacoes utilizando estas
métricas para auxiliar na decisao.

Os levantamentos estatisticos exploratorios, como média, média ponderada, média
movel, moda e mediana, sdo importantes e ajudam a compreender situacoes, porém eles
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apresentam um problema, eles refletem o passado, € no mdximo o momento atual da
coleta dos dados utilizados, no entanto, ndo sdo muito eficientes para realizar previsoes
do que pode ocorrer no futuro.

1.3. Objetivos

Este trabalho tem como objetivo demonstrar como foi obtido um modelo de
maquina inteligente, com maior desempenho, para predizer o numero de mortes por
COVID-19 a partir das caracteristicas sanitdrias, populacionais e demograficas. De forma
que seja possivel propor uma ferramenta que auxilie na tomada de decisdo de gestores,
quanto a retomada ou paralisacdo de atividades comerciais, empresariais € organizacio-
nais durante a pandemia da COVID-19.

1.3.1. Objetivos especificos

* Coletar bases de dados com caracteristicas sanitdrias, populacionais e de-
mograficas, relacionadas a COVID-19.

* Estudar e selecionar técnicas de pré-processamento para regressao.

* Estudar e selecionar técnicas de extracdo de caracteristicas para regressao.

» Executar experimentos para a abordagem proposta, utilizando métodos existentes
na literatura.

* Analisar e avaliar os modelos através de medidas de avaliacdo de desempenho
apropriadas para regressoes.

1.4. Abordagem da Proposta

Quando se trata do futuro, é possivel utilizar um outro método de andlise e pre-
visdo, que sdo as técnicas de aprendizado de méaquina. Estas técnicas podem, a partir de
dados passados, prever com um certo nivel de precisdo o que podera ocorrer no futuro.

Nos ultimos vinte anos, a inteligéncia artificial vem sendo usada cada vez mais
para auxiliar na tomada de decis@o, em diversas dreas, incluindo a 4rea da saide. Existem
diversos exemplos do uso da inteligéncia artificial na literatura cientifica que demonstram
isto.

A revisao “Introduction to Machine Learning in Digital Healthcare Epidemio-
logy” (ROTH et al., 2018), descreve como os algoritmos de aprendizados de maquina
podem usar as mesmas técnicas utilizadas para o estudo da epidemiologia de satude digi-
tal na epidemiologia da sadde. A revisdo explica brevemente as diferencas de aplicacao
de estatistica e aprendizado de maquina e como, no cendrio atual, a inteligéncia artificial
possui mais robustez computacional para lidar com Big Data, a grande variedade de tipos
e a alta dimensionalidade dos dados.

A revisao “Introduction to Machine Learning in Digital Healthcare Epidemio-
logy” (ROTH et al., 2018) ressalta que os algoritmos de aprendizado de maquina precisam
de dados confidveis para entregar resultados satisfatorios, incentiva que sejam realizados
mais estudos e menciona que a barreira linguistica ¢ um desafio para maior amplificacao
do uso do aprendizado de maquina na epidemiologia da sadde.

Em “Artificial intelligence can improve decision-making in infection manage-
ment” (RAWSON et al., 2019), € demonstrado como o aprendizado de méaquina pode
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contribuir no suporte e auxilio na tomada de decisdo para o tratamento de infeccdo. E ex-
plicado como € possivel reduzir vieses humanos e culturais, pois em momentos criticos,
as decisoes sao tomadas em cima dos requisitos minimos, em detrimento a solu¢do 6tima,
como descreve Simon (SIMON, 1985), que explica que existem trés limitacoes inevitaveis
na decisdo humana: (i) a informacgao disponivel para tomar decisdes é muitas vezes limi-
tada e potencialmente ndo confidvel; (ii) a mente humana tem uma capacidade limitada;
e (1i1) h4 apenas uma quantidade limitada de tempo para tomar uma decisdo. O estudo
defende que através da inteligéncia artificial a “racionalidade limitada”, como define, €
reduzida pela alta capacidade de processamento que um computador possui ao analisar
dados.

No estudo “Use of artificial intelligence in infectious diseases. In Artificial Intel-
ligence in Precision Health” (AGREBI; LARBI, 2020), é defendido como o uso de in-
teligéncia artificial impacta positivamente no estudo dos principais aspectos da infec¢ao:
diagnéstico, transmissdo, resposta ao tratamento e resisténcia. Os autores demonstram
como a inteligéncia artificial fornece instrumentos para prever melhor as epidemias, en-
tender a especificidade dos patégenos e identificar alvos potenciais para o desenvolvi-
mento de medicamentos. No estudo foi realizada uma revisao de uma série de aplicativos
escolhidos seletivamente, indicando como a inteligéncia artificial estd avancando e aju-
dando no enfrentamento a doencgas infecciosas, especialmente em paises de renda baixa.

Estes trés estudos foram feitos em intervalos de poucos meses a um ano entre si.
O que deixa claro como o avango do estudo de aprendizado de mdquina vem crescendo,
de forma acelerada, na 4rea da sadde, principalmente no combate a doencas infecciosas,
como € o caso da COVID-19.

Inspirado nestes estudos e na motivacao do cendrio pandémico atual, este estudo
foi idealizado para utilizar as bases de dados abertos, para ajudar na previsao de mortes
de COVID-19, e desta forma propor uma alternativa aos levantamentos estatisticos, no
auxilio a tomada de decisdo frente o enfrentamento a pandemia de COVID-19.

1.5. Impacto e Resultados
Este trabalho pretende fornecer os seguintes impactos para a sociedade:

* Influenciar positivamente nas tomadas de decisdes de gestores de empresas
publicas e privadas;

e Ser uma ferramenta para apoiar no embasamento para aplicacdo de politicas
publicas, através de projecOes nas caracteristicas estudadas neste estudo;

* Possibilitar uma alternativa ao uso da estatistica exploratdria no apoio a tomada
de decisdo, no enfrentamento a COVID-19.

1.6. Contribuicoes

Este trabalho pretende auxiliar a comunidade cientifica através das seguintes
contribui¢des:

* Fornecer uma andlise de varios algoritmos de Al para a predicdo de mortes por
COVID-19, a partir de caracteristicas sanitarias, demograficas e populacionais.

* Demonstrar como o aprendizado de maquina pode ajudar a combater problemas
que afligem a sociedade, através de bases de dados.

* Propagar o estudo de inteligéncia artificial no idioma brasileiro.
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1.7. Organizacao do Trabalho

Este trabalho estd organizado em 6 secOes. Na secdo 2 é feita uma aborda-
gem tedrica dos termos, algoritmos, técnicas utilizadas nos experimentos e medidas de
avaliacoes utilizadas. Na secdo 3 sdo apresentados os trabalhos correlatos, demonstrando
as semelhancas e divergéncias com este estudo. Na secdo 4 serd explanado de maneira
aprofundada a abordagem da proposta. Na secdo 5 € explicado a metodologia seguida no
trabalho, quais experimentos foram realizados, apresentado os métodos, ferramentas e tra-
tamentos, assim como os resultados obtidos. Na secao 6 serdo apresentadas as conclusdes
deste trabalho e as possibilidades de trabalhos futuros.

2. Referencial Teorico

Nesta se¢do serdo explicados, brevemente, os termos técnicos, tecnologias e pro-
cedimentos utilizados neste estudo, assim como serdo apresentados os algoritmos e
técnicas que foram utilizadas para os experimentos e avaliacdo dos resultados obtidos.

As elucidagoes tedricas estdo divididas nos seguintes grupos:

1. Conceitos e Terminologias Gerais de Aprendizado de Maquina;
Algoritmos Utilizados;

Andlise de Componentes Principais;

Pré-processamento;

Hiper Pardmetros;

Medidas de Desempenho e Avaliacao.

ISAIRAEE eI

2.1. Conceitos e Terminologias Gerais de Aprendizado de Maquina

Nesta se¢do serdo apresentados conceitos e terminologias comuns quando se tra-
balha com Aprendizado de Maquina.

2.1.1. Classificacao

E um tipo de aprendizado de maquina supervisionado. Utilizado para categorizar
instancias de um determinado grupo de dados que possuem caracteristicas semelhantes.

2.1.2. Regressao

E um tipo de aprendizado de médquina supervisionado, utilizado para prever o
valor de uma caracteristica continua, varidvel dependente, a partir de caracteristicas que
influenciam o valor a ser predito, varidveis independentes, que também sdao continuas.
Enquanto que, nas classificacdes, o objetivo € rotular um individuo, nos algoritmos de
regressdo € determinar uma funcdo que melhor descreve os dados, para prever o valor
correto para um novo individuo.

2.1.3. Atributo

E uma caracteristica de uma instancia. Por exemplo, a idade de uma pessoa, a
quantidade de pessoas fumantes, a densidade populacional, etc.
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2.1.4. Instancia

E o conjunto de caracteristicas de um determinado objeto de estudo. Por exemplo,
as caracteristicas que classificam uma pessoa sdo: género bioldgico, idade, altura, etc.

2.1.5. Base de dados

Sdo conjuntos de informacdes (instancias), que possuem as mesmas caracteristicas
(atributos).

2.1.6. Dados abertos

Sao bases de dados disponibilizados por diversas organizacdes, de plataformas
especializadas em dados a portais de transparéncia disponibilizados por instituicdes
publicas.

2.1.7. Parametros do modelo

Sao parametros definidos pelo préprio modelo. Nao podem ser definidos ou alte-
rados pelo supervisor do modelo.

2.1.8. Inteligéncia Artificial

E a drea da computacio que estuda o aprendizado de maquinas artificiais. Ao
contrario dos seres humanos, os computadores nao sdo providos de criatividade e ca-
pacidade analitica, mas em contrapartida, possuem um alto poder de processamento de
informagdes, o que humanos ndo possuem. Essa drea da ciéncia da computagcdo tem
como objetivo unir as capacidades humanas com a velocidade de processamento dos com-
putadores. O aprendizado de maquina pode ser dividido em trés tipos: Aprendizado de
madquina supervisionado, Aprendizado de maquina nao supervisionado e Aprendizado de
maquina semi-supervisionado. Neste estudo vamos abordar o Aprendizado de médquina
supervisionado.

2.1.9. Aprendizado de maquina supervisionado

Um método de aprendizado de maquina supervisionado é um método que precisa
que um ser humano ensine para a maquina como ele deve determinar uma dada instancia,
a partir de uma base de dados de treino. Podemos encontrar dois tipos de aprendizado
de maquina supervisionado - classificacio e regressao. A classificagdo ocorre quando as
instancias possuem um atributo que contém rétulos para cada instancia de uma base de
dados, por exemplo, determinar uma pessoa alta ou magra de acordo com suas carac-
teristicas (atributos), ja a regressao envolve célculo de funcdes para determinar o valor e
uma varidvel dependente a partir de varidveis independentes. Neste estudo vamos apli-
car a regressao e faremos uma comparagdo no desempenho de trés modelos de regressao
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baseados em Decision Tree, Redes neurais (Multilayer Perceptron) e Support Vector Ma-
chine.

2.2. Algoritmos Utilizados neste estudo

Nesta secdo serdo apresentados os algoritmos utilizados neste estudo.

2.2.1. Decision Tree

Arvore de decisdo é um algoritmo que fornece suporte 2 decisdo. O algoritmo é
semelhante a uma arvore natural invertida, iniciando pelo né raiz e se ramificando até os
n6s folha. E um algoritmo baseado em 16gica condicional, pois contém apenas instrugdes
deste tipo. Tem como objetivo prever o valor de uma classe ou um valor numérico, apren-
dendo regras simples de decisdo inferidas a partir de uma base de treinamento (BUI-
TINCK et al., 2013). A figura 1 ilustra a estrutura e os componentes principais de uma
arvore de decisdo.

Né raiz

- Nos internos ou de decisao

Nos folha

Figura 1. Representagcao dos componentes principais de uma arvore de decisao.
Fonte da imagem: a autora.

As arvores de decisdo, frequentemente, apresentam um impacto negativo, que
¢ um super ajuste sobre os dados de treinamento, conhecido como overfitting. Este
fendmeno faz com que o modelo seja ajustado para os dados de treinamento de tal forma
que, o modelo se especializa aos dados de treinamento, apresentando 6timas métricas de
avaliacdo, mas quando o modelo € executado em dados de testes, desconhecidos pelo
modelo, ele apresenta uma péssima performance.

As floretas aleatérias sdo um ensemble das arvores de decisdo, que reduz o overfit-
ting, pois utiliza os mesmos hiper parametros. Uma floresta aleatoria € um meta estimador
que ajusta um numero de drvores, em varias sub amostras do conjunto de dados, utilizando



20

a média para melhorar a precisdo preditiva e controlar o ajuste excessivo. (BUITINCK et
al., 2013).

2.2.2. Support Vector Machine

Miquina de Vetor de Suporte € um algoritmo baseado em dlgebra linear. Classifica
e realiza regressao baseada em dados, utilizando vetores de suporte como delimitadores de
fronteira entre as classes, ou limites vetoriais. Descoberta pela primeira vez por Vladimir
Vapnik e seus colegas em 1995 (VAPNIK, 1995), as SVMs sao consideradas uma técnica
nao paramétrica porque dependem das fungdes do kernel.

O kernel é um dos hiper parimetros das SVMs. E um conjunto de fungdes ma-
tematicas que ajudam a encontrar um hiperplano no espaco dimensional superior. O kernel
pode ser uma fungdo linear, quando existe linearidade nos dados, ou nao linear quando os
dados nao sdo lineares. Os kernels mais comumente utilizados sdo apresentados na tabela
1.

Tabela 1. Kernels da SVM e sua representacao matematica. Fonte dos dados:
(PEDREGOSA et al., 2011).

Nome do Kernel Funcao Kernel
Linear (produto escalar)  (z,z’)

Sigmoidal tanh(y(z, z") + )
Polindmio (v{x, ') +r)e

Fungdo de Base Radial  exp(—~||z — 2/||?)

A regido entre os vetores de suporte € denominada como margem e € caracterizada
pela presenca de um hiperplano, que € a linha necessdria para ajustar os dados. As figuras
2 e 3 demonstra um exemplo simples de hiperplano:

. 1 Classe 1
. = P clsser
[ | ol
=R,
] - S > 4
SN

Figura 2. Uma classe de dois rétulos. Fonte da imagem: a autora.
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Classe 1

Classe 2

Figura 3. Separagao simples de classes através de um hiperplano. Fonte da ima-

gem: a autora.

As classes das figuras 2 e 3 estdo idealmente separadas para fins de demonstracao,
no entanto, em situagdes reais os dados possuem mais entropia. Como pode ser visto nas

figuras 4, 5 e 6:

|
2 Y g
>
>
> ]
SN -
Ib... g x
>
> >

Classe 1

Classe 2

Figura 4. As classes nao podem ser divididas facilmente por uma linha. Fonte da

imagem: a autora.

> > >
LA IS
’ ’ ’ b ’ ’ Hiperplano na dimens&o superior
|
| .. + m N
H BN

|| Classe 1

» Classe 2

Figura 5. Como estratégia para poder dividir as classes, foi incluida uma terceira
dimensao Z, um dimensao superior, e assim tracejar um hiperplano.
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|| Classe 1
> Y Classe 2
> S >
} ) . Hiperplano
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Figura 6. Ao transformar de volta ao plano original, o hiperplano consegue deli-
mitar as classes. Fonte da imagem: a autora.

O exemplo visto nas figuras 4, 5 e 6, demonstra um simples exemplo de como
as Méquinas de Vetor de Suporte trabalham para classificar os dados e de como o kernel
eleva a uma dimensao superior para encontrar a margem entre os individuos.

No caso de regressoes, o proposito ndo € dividir os dados em classes, mas prever
valores discretos, encontrando o melhor hiperplano, que possui o nimero méaximo de
pontos (RAJ, 2020).

As maquinas de vetores de suporte regressivas, funcionam de modo reverso a
classificagdes. A regressdao SVM busca preencher a maior distancia entre as instancias
de treinamento, limitando violacdes de margem, o que chamamos de largura de via. A
largura de via € controlada pelo hiper parametro epsilon, €.

Conforme é descrito em Pattern Recognition and Machine Learning (BISHOP,
2006), Maquinas de vetor de suporte preservam a propriedade de esparsidade, utilizando
a maximizacao de margens para calcular a distancia entre o hiperplano e as margens de
modo que seja possivel encontrar uma fungfo f (x) que se desvie de y, por um valor ndo
maior que e, para cada ponto de treinamento x e, a0 mesmo tempo, seja 0 mais plano
possivel.

A figura 7 demonstra como € feita a maximizagdo das margens.

[ ] Classe 1

» Classe 2

Vetores de Suporte

Figura 7. A maximizacao das margens ao redor do hiperplano. Os individuos
circulados sao os vetores de suporte, pois delimitam as margens. Fonte da ima-
gem: a autora.
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2.2.3. Multilayer Perceptron

E uma rede neural de mdltiplas camadas. Uma rede neural é um algoritmo que
tenta reproduzir de maneira artificial os neurénios humanos, suas interacdes € sinapses.
Como um neurdnio receptor humano recebe um sinal e este € transmitido pelo sistema
nervoso humano, através de sinapses, um neurdnio artificial, também conhecido como
perceptron, transmite sinais através da rede neural utilizando funcdes de ativacdo que
passam informacdes entre os neurdnios artificiais.

Uma rede neural de multiplas camadas, € um algoritmo de aprendizado de
madquina supervisionado que aprende uma funggo f(-) : R™ — R°. onde m é o nimero
de dimensdes para entrada e o é o nimero de dimensdes para saida. Dado um conjunto
de caracteristicas X = w1, 29, ..., Z,, € um alvo y, ele pode aprender um aproximador de
funcao ndo linear para classificagdo ou regressao, (PEDREGOSA et al., 2011).

Em Pattern Recognition and Machine Learning (BISHOP, 2006), € retratado
como as redes neurais sdo um assunto discutido na drea da matemadtica a muito tempo
e que apesar de num primeiro momento as redes neurais tentarem replicar os conceitos
bioldgicos, isto ndo implica uma limitagdo atualmente.

O livro (BISHOP, 2006) explica que o termo “neural network” teve sua origem na
primeira metade do século XX (McCulloch and Pitts, 1943; Widrow and Hoff, 1960; Ro-
senblatt, 1962; Rumelhart ef al., 1986) e passou por diversas tentativas de criar sistemas
extremamente semelhantes a sua contraparte bioldgica, no entanto, como isto ndo ocor-
reu conforme a expectativa, o estudo de redes neurais perdeu forca, todavia, nos ultimos
anos, devido ao desenvolvimento de novas tecnologias, como as GPUs, o que gerou maior
poder computacional, e com o aumento de fontes de dados, as redes neurais fornecem efi-
cientes modelos estatisticos no reconhecimento de padrdes, em particular a Multilayer
Perceptron.

Quando falamos de redes neurais, podemos descrever como uma série de
transformacoes funcionais. Sdo construidas combinagdes lineares das varidveis de en-
trada, indicada como primeira camada da rede.

Primeiramente € construido uma combinac¢do linear M das varidveis de entrada
x1, ..., Tn, que € representada na equacgao 1.

a; = Z wj(;)a:i + w](,g) (D)
i=1
Onde:
e 7 =1,..., Me o sobrescrito(1) indica que corresponde a primeira camada da rede
neural;
. w](-?, se referem aos pesos;

0 . . .
. w§0), se refere a biases, que ajusta o limiar dos pesos w;

* as quantidades a; sdo conhecidas como ativagoes. Cada ativacdo € transformada
utilizando uma fun¢@o de ativag¢do ndo linear h(.) para

Zj = h(aj). (2)
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A Figura 8 demonstra a arquitetura de um neuronio artificial, indicando a primeira
camada, responsavel pelas entradas (inputs), a segunda camada, responsavel pelos pesos
(weitghs), as camadas ocultas foram abstraidas pelo somatorio das transformagdes fun-
cionais, em seguida ha a funcdo de ativacdo, e ao final a ultima camada, que exporta os
outputs, a funcdo objetivo do aprendizado. Esta figura apresenta apenas uma saida, no
entanto, as redes neurais podem ter mais de uma saida.

Entrada Pesos

X1

X2 Fungoes de Camada
Transformagao de
Ativagao Saida:
ativacao
X3
Funcdo de Ativagdo aJ
X4
Xn

Figura 8. A esquematizagao de um neurénio Artificial. Fonte da imagem: a autora.

2.3. Analise de Componentes Principais

O problema conhecido como a Maldi¢dao da Dimensionalidade, € um dos maiores
vildes do aprendizado de mdquina porque quanto maior a quantidade de caracteristicas
que uma base de dados possui, maior € a complexidade computacional para o treinamento
de um modelo de aprendizado de maquina.

A PCA ou Principal Component Analyses, em traducdo livre Andlise de Compo-
nentes Principais, € uma técnica amplamente utilizada para redu¢do de dimensionalidade,
compressao de dados, extracOes de recurso e visualizagdo de dados (Jolliffe, 2002). E
também conhecida como a transformag¢ao de Karhunen-Logeve.

Existem duas definicoes de PCA comumente usadas que dao origem ao mesmo
algoritmo. A PCA pode ser definida como a projecao ortogonal dos dados em um espaco
linear de menor dimensao, conhecido como subespaco principal, de modo que a variincia
dos dados projetados seja maximizada (Hotelling, 1933). De forma equivalente, pode ser
definida como a projecdo linear que minimiza o custo médio de projecdo, definido como
a distancia quadratica média entre os pontos de dados e suas projecdes (Pearson, 1901)
(BISHOP, 2006).

2.4. Pré-processamento

Nesta subsecao serdo descritas as técnicas utilizadas para o tratamento dos dados.
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2.4.1. Tratamentos para Dados Categoricos

Muitos algoritmos de aprendizado de maquina ndo podem operar diretamente nos
dados categoricos, pois eles precisam que todas as varidveis de entrada e de saida sejam
numéricas. Isto é principalmente uma restricdo da implementacdo eficiente de algorit-
mos de aprendizado de miquina, em vez de limitacdes rigidas nos proprios algoritmos
(BROWNLEE, 2020).

Algumas implementagdes de algoritmos de aprendizado de maquina exigem que
todos os dados sejam numéricos. Por exemplo, scikit-learn (BUITINCK et al., 2013) tem
esse requisito.

Os tratamentos mais encontrados utilizados para dados categoricos sao:

1. Codificagao Ordinal: Quando existe alguma ordenagao natural entre os rétulos.
2. Codificagdo One-Hot: Quando nao hd nenhum grau de importancia entre os dados.

2.4.2. Codificacao One-Hot

Quando nao existe relacao ordinal para as varidveis, for¢car um relacionamento or-
dinal por meio de uma codificag¢do ordinal e permitir que o modelo assuma uma ordenagao
natural entre categorias pode resultar em desempenho ruim ou resultados inesperados.
Por isto, quando as varidveis categoricas ndo possuirem grau de importancia entre si, a
codificacdo One-Hot devera ser a escolha para o tratamento, caso este seja necessario,
que € caso das regressdes. Caso as varidveis categéricas possuam grau de importancia
entre si, a codificac@o ordinal € mais adequada.

A técnica de codificagdo One-Hot também é conhecida como binarizacao dos da-
dos categoricos, pois ela cria uma coluna para cada categoria de uma caracteristica es-
pecifica, preenchendo a coluna com 0 ou 1, onde o 0 € utilizado para quando o registro da
base de dados ndo pertence a categoria e 1 quando o registro pertence a categoria.

2.4.3. Imputacao de Valores Faltosos

A auséncia de valores € outro problema conhecido na drea de inteligéncia artificial.
Nos dias atuais hd bilhdes de dados espalhados em diversas bases de dados, no entanto,
a qualidade dos dados deixam a desejar, principalmente por conta dos valores faltosos, e
por isso se faz necessario lidar com eles antes de realizar o treinamento dos modelos de
aprendizado de maquina.

Existem ao menos 3 motivos para a auséncia dos dados:

1. Dados sdo perdidos, mas estdo relacionados a alguns dos dados observados;

2. Dados sdo completamente perdidos e ndo estdo relacionados a outras carac-
teristicas das bases de dados;

3. Dados perdidos dependem de outras caracteristicas das bases de dados, como por
exemplo, pessoas com altos saldrios ndo gostam de revelar seus saldrios ou mu-
lheres ndo gostam de revelar a sua idade.
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Algumas técnicas sdo utilizadas para tratar a auséncia de dados, no entanto, qual
técnica é melhor, depende das caracteristicas especificas das bases de dados e de suas
variaveis.

Uma alternativa € eliminar os individuos que estdo com valores faltosos, mas isto
pode causar a perda de dados preciosos para o modelo a ser treinado. Por conta disso, a
imputacdo dos dados faltosos é uma parte importantissima do pré-processamento.

As imputagdes mais simples utilizam média, moda ou mediana para preencher
os dados faltosos, porém reduz a variancia do conjunto de dados. H4 ainda outras abor-
dagens, como séries temporais, regressao linear, imputacdo multipla, imputacdo com K-
Nearest Neighbors, entre outros métodos, que sdo implementados de acordo com os me-
tadados das bases de dados (SWALIN, 2018).

2.5. Selecao de Hiper Parametros

Os Hiper Parametros nao sao definidos pelo préprio modelo, devem ser definidos
ou alterados pelo supervisor do modelo. Normalmente estes parametros sio ajustados para
obter a melhor performance do modelo, ou seja, obter o melhor desempenho. Cada tipo
de algoritmo de aprendizado possui seus proprios hiper parametros e estes sao definidos
de acordo com as decisdes do supervisor, por tentativa e erro e pelas métricas de medida
de desempenho. Também existem algoritmos que ajudam na escolha de hiper parametros,
sdo eles o Grid Search e o Randomized Search.

2.5.1. Grid Search

Realiza uma busca ordenada de hiper pardmetros para um dado algoritmo de
aprendizado de méquina.

2.5.2. Randomized Search

Realiza uma busca aleatéria a partir de uma distribui¢c@o de probabilidade de valo-
res possiveis para os hiper parametros de um dado algoritmo de aprendizado de méaquina.
Seu custo computacional é menor que o do Grid Search e possui melhores resultados
(BERGSTRA; BENGIO, 2012).

2.6. Medidas de desempenho e avaliacao

Nesta subsecdo serdo apresentadas as medidas de avaliacdo utilizadas para ve-
rificar a qualidade e desempenho dos modelos treinados, em algoritmos baseados em
regressao.

2.6.1. Erro Absoluto Médio - MAE

O MAE ¢ calculado como a soma dos erros absolutos dividido pelo tamanho da
amostra. E uma métrica de risco correspondente ao valor esperado da perda de erro abso-
luto ou [1-perda de norma. O MAE € definido na equagao 3.
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1 Tamostra— 1

MAE(y, §) =

v — il - 3)
TMamostra i—0

onde,

y : € o valor alvo real da base de treinamento;
y : é o valor predito;
Namosira - © O tamanho da amostra.

2.6.2. Erro Quadrado Médio - MSE

O MSE € calculado como a soma dos erros quadraticos dividido pelo tamanho da
amostra. E uma métrica de risco correspondente ao valor esperado do erro quadratico. O
MSE € definido na equagao 4.

1 Tamostra— 1

MSE(y, ) = (yi — 0:)*. 4)

Namostra i—0

onde,

y : € o valor alvo real da base de treinamento;
7 : € o valor predito;
Namosira - © 0 tamanho da amostra.

2.6.3. Erro Percentual Absoluto Médio - MAPE

O MAPE, também conhecido como desvio percentual absoluto médio (MAPD),
é uma métrica de avaliacdo para problemas de regressdo. E uma métrica sensivel a erros
relativos. Por exemplo, ndo € alterado por uma escala global da varidvel de destino. O
MAPE ¢ definido na equacio 5.

1 Tamostra— 1

TNamostra i—0 maX(Ev |yl ’)

MAPE(y, §) = )

onde,

y : € o valor alvo real da base de treinamento;

7y : € o valor predito;

Namostra - © O tamanho da amostra.

€ : € um numero arbitrario pequeno,mas estritamente positivo para evitar
resultados indefinidos quando y € zero.
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3. Trabalhos Relacionados

Nesta secao serao descritos os trabalhos correlatos relevantes e como eles conver-
gem e divergem deste estudo.

O artigo “Analysis and prediction of covid-19 pandemic in bangladesh by using
anfis and Istm network.” (CHOWDHURY; HASAN; HOQUE, 2021), descreve um estudo
realizado com dados coletados em Bangladesh, usando as redes neurais ANFIS e LSTM,
para analisar e prever casos novos de COVID-19, através do tempo.

O ANFIS, ou em livre traducao, Sistema Adaptativo de Inferéncia Neuro-Fuzzy,
¢ uma rede neural modificada que utiliza a modificacdo do sistema de l6gica fuzzy, a
assimilagdo do fuzzy Takagi-Sugeno.

Esta arquitetura possui 5 camadas:

1. Camada de entrada: recebe os parametros e os constréi no modelo, assim como
no modelo de sistema fuzzy;

2. Segunda camada: carrega os valores advindos da primeira camada, através das

fungdes-membro (MF). Nos nds da segunda camada, a fixacdo do grau de ativi-

dade em regras fuzzy sdo concluidas.

Terceira camada: amplia o grau de atuagc@o de quaisquer regulamentagdes.

Quarta camada: normaliza as funcgdes, e os nds facilitam a producao das saidas.

5. A ultima camada de saida € responsédvel por exportar as saidas.

Hw

O LSTM, ou Memoria de Longo Prazo, em livre tradugdo, é uma arquitetura que
consiste em quatro portas:

Porta de entrada.

Porta de esquecimento.
Porta de controle.
Porta de saida.

il e

Assim como nosso estudo, a abordagem do artigo “Analysis and prediction of
covid-19 pandemic in bangladesh by using anfis and Istm network.” (CHOWDHURY;
HASAN; HOQUE, 2021) € desenvolver um modelo de previsao e facilitar o processo de
tomada de decisdo, analisando os dados para obter uma perspectiva futura. No entanto,
este estudo visa identificar os casos de COVID-19 através do tempo, enquanto o nosso es-
tudo prediz a quantidade de mortes, de acordo com variagdes das caracteristicas sanitarias,
demogréficas e populacionais, pois é uma situagdo irreversivel em termos de prevengao
de vida. Ocorre também que o estudo foi realizado em 2020, e na época, havia dados
insuficientes para aprendizado profundo. Os algoritmos utilizados para comparacao neste
estudo foram modificagcdes de redes neurais, enquanto nosso estudo verifica as diferencas
entre 3 tipos diferentes de algoritmos, redes neurais, arvores de decisdo e méaquina de
vetor de suporte, na abordagem da regressao.

No artigo “A study on office workplace modification during the covid-19 pandemic
in the netherlands” (HOU et al., 2021), € descrito um estudo exploratério sobre o ambi-
ente de trabalho do escritdrio, nos Paises Baixos, conhecidos como Holanda. O artigo
visa investigar como as organizacdes respondem aos impactos causados pela pandemia
de COVID-19 e como modificam a gestdo do local de trabalho do escritorio, de forma
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estratégica e operacional, para atender as necessidades advindas do contexto pandémico
e ao desenvolvimento futuro no periodo pds-covid-19.

O artigo “A study on office workplace modification during the covid-19 pandemic
in the netherlands” (HOU et al., 2021) desenvolve uma metodologia através de entrevis-
tas a gerentes e analistas que precisaram modificar seus locais de trabalho, por conta da
pandemia de COVID-19, com o propésito de fornecer uma lente pratica para observar as
mudancas futuras do ambiente de trabalho do escritorio.

O estudo “A study on office workplace modification during the covid-19 pande-
mic in the netherlands” (HOU et al., 2021) é um trabalho analitico e exploratério, que
visa identificar as percepcdes dos trabalhadores para identificar os desafios encontrados,
no entanto, ele ndo fornece a proposta de uma ferramenta baseada em aprendizado de
maquina que suporte as decisdes no enfrentamento aos desafios encontrados.

4. Abordagem da Proposta

Estudo de técnicas preditivas para o auxilio a gestores na pandemia de COVID-19.

Nas se¢Oes anteriores foi visto o referencial teérico das ferramentas e técnicas
que serdo utilizados neste estudo. Também foram referenciados os trabalhos relacionados
com a tematica deste estudo, que demonstram como este estudo esté inserido no meio do
aprendizado de maquina e em temas relacionados a saude, assim como podemos usar a
inteligéncia artificial para ajudar as organizagdes a enfrentar os desafios encontrados na
gestao.

Nesta secao vamos abordar o tema principal deste estudo.

Como foi demonstrado na introdugdo deste artigo, este estudo visa propor uma
alternativa para auxilio na tomada de decisdo de gestores durante a pandemia de COVID-
19.

Este estudo pretende fornecer uma ferramenta que auxilie na tomada de decisao.
Um sistema onde o usudrio insira os valores para as features e que ele possa predizer a
quantidade de mortes que resultaria. Por exemplo, um gestor pode projetar um cenério em
que a prevaléncia de diabetes tenha aumentado e verificar se isso aumenta ou diminui o
numero de mortes. A partir deste resultado ele pode pensar em como criar medidas para
que o nimero de mortes ndo aumente por conta da prevaléncia de diabetes.

O aumento de doses de vacinas administradas diminui ou aumenta a quantidade
de mortes? Se o gestor de uma multinacional possui uma filial num continente A e neste
continente tem um total Y de vacinas aplicadas, ele pode verificar que o nimero de mortes
tende a aumentar ou diminuir e pode ajudar ele a tomar alguma decisdo de voltar as
atividades presenciais ou nao.

O que geralmente ocorre, hoje em dia, € que as empresas estdo olhando os dados
oficiais do governo ou veiculagdes da midia, que sdo baseados em estatistica exploratoria,
o que de certa forma ajuda bastante na tomada de decisdo, no entanto, estes dados tem um
problema, eles sao referentes ao passado e no maximo ao presente, mas nao ao futuro. O
futuro € incerto nessas andlises.

Foi visto bastante no ano de 2021 um ciclo constante de abre e fecha do comércio,
pois as tomadas de decisOes estavam embasadas apenas nos levantamentos estatisticos
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Para fomentar este estudo foi realizada uma busca analitica e exploratoria, che-
gando a base de dados Data on COVID-19 (coronavirus) by Our World in Data. (RIT-

CHIE et al., 2020).

4.1. Conjunto de dados

Os dados utilizados neste estudo foram extraidos da base de dados disponibilizada
pela Our World in Data (RITCHIE et al., 2020), uma organiza¢cdo mundial, que tem por
objetivo propagar o estudo de dados para ajudar nos problemas que envolvem pobreza,
doenca, fome, mudanga climética, guerra, riscos existenciais e desigualdade. Os dados
sdo atualizados numa frequéncia que vai de diaria a semanal e € mantida a partir de dados
extraidos das fontes que podem ser verificados na tabela 2.

Tabela 2. Origem dos dados. Fonte dos dados: (RITCHIE et al., 2020)

Casos e mortes confirmados

Internagdes e internagdes
em unidades de terapia intensiva (UTI)

Vacinas contra o COVID-19

QOutras variaveis

Repositorio de Dados COVID-19 do Centro de Ciéncia e
Engenharia de Sistemas (CSSE) da Universidade Johns
Hopkins (JHU)

(DONG; DU; GARDNER, 2020).

Sao coletados de fontes oficiais e compilados
pelo Our World in Data.

Sao coletados pela equipe Our World in Data
a partir de relatdrios oficiais
(MATHIEU et al., 2021).

Coletados de vérias fontes (Nagdes Unidas, Banco
Mundial, Global Burden of Disease, Blavatnik School of
Government, etc.)

(HASELL et al., 2020).

As caracteristicas selecionadas para predizer o nimero de mortes por COVID-19

estdo descritas na tabela 3.

Tabela 3: Caracteristicas selecionadas para predizer o
nimero de mortes por COVID-19 Fonte dos
dados:(RITCHIE et al., 2020).

Caracteristica

Novos casos confirmados de COVID-19

Tipo de dado

Continuo



Numero de pacientes com COVID-19 em unidades de terapia intensiva (UTIs)
em um determinado dia.

Numero de pacientes com COVID-19 no hospital em um determinado dia
Numero total de doses de vacinacdo COVID-19 administradas
Numero total de pessoas que receberam pelo menos uma dose de vacina

Numero total de pessoas que receberam todas as doses prescritas pelo
protocolo de vacinagdo inicial

Numero total de doses de reforco de vacinagao COVID-19 administradas
(doses administradas além do niimero prescrito pelo protocolo de vacinagdo)

Novas doses de vacinacio COVID-19 administradas
Indice de Rigidez de Resposta do Governo
Populagao

Numero de pessoas dividido por area de terra, medido em quilometros quadrados,
ano mais recente disponivel

Idade média da populagdo, projecao da ONU para 2020

Parcela da populagdao com 65 anos ou mais, ano mais recente disponivel
Parcela da populagdao com 70 anos ou mais em 2015

Produto interno bruto em paridade de poder de compra

Percentual da populacdo que vive em extrema pobreza,
ano mais recente disponivel desde 2010

Taxa de mortalidade por doenga cardiovascular em 2017
(nimero anual de mortes por 100.000 pessoas)

Prevaléncia de diabetes (% da populagdo de 20 a 79 anos) em 2017
Propor¢ao de mulheres que fumam, ano mais recente disponivel

Proporcao de homens que fumam, ano mais recente disponivel
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Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo

Continuo
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Percentagem da populagdao com instalacdes basicas de lavagem das maos nas

instalacdes, ano mais recente disponivel Continuo
Camas hospitalares por 1.000 pessoas, ano mais recente disponivel desde 2010 Continuo
Expectativa de vida ao nascer em 2019 Continuo
Indice de desenvolvimento humano Continuo
Continente Categorico

O Indice de Rigidez de Resposta do Governo é uma medida composta com base
em 9 indicadores de resposta ao enfrentamento a COVID-19, sdo eles:

O fechamento de escolas;
Fechamentos de locais de trabalho;
Cancelamento de eventos publicos;
Restri¢des a reunides publicas;
Fechamento de transporte publico;
Requisitos de permanéncia em casa;
Campanhas de informacdo publica;
Restricdes aos movimentos internos;
Controles de viagens internacionais.

WO N bW -

Ele foi reescalonado para um valor de 0 a 100, sendo 100 a resposta mais rigorosa
e 0 quando nao ha registro de nenhuma resposta. Este indice foi criado no projeto Oxford
COVID-19 Government Response Tracker (OxCGRT) (HALE et al., 2021) .

5. Experimentos e Resultados

Na secdo anterior, vimos a abordagem da proposta e a descricao dos dados utili-
zados. Nesta secao iremos apresentar a metodologia utilizada para este estudo e os resul-
tados obtidos da metodologia aplicada.

5.1. Ambiente Experimental

Nesta subsecao serd apresentado o ferramental técnico utilizado neste estudo.

5.1.1. Linguagem de Programacao e Bibliotecas Utilizadas

Todas as etapas que exigiram codifica¢do, da andlise dos dados a avaliacdo dos
modelos treinados foram executadas utilizando a linguagem de programacdo Python,
versdo 3.7.13 (ROSSUM; DRAKE, 2009). As bibliotecas e suas aplicacOes no experi-
mento estao descritas na tabela 4.
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Tabela 4. Bibliotecas Python utilizadas no experimento. Fonte: a autora.

Biblioteca Aplicacao
Scikit-learn Implementacdes de aprendizado de médquina

Pandas, SciPy e NumPy Pré-processamento de dados e célculos

Matplotlib e Seaborn Plotagem de gréficos

5.1.2. Ambiente de Desenvolvimento

O ambiente de desenvolvimento utilizado para este estudo foi o Google Colab Pro
+, devido a facilidade de utilizacao, direta no navegador, ja possuir muitas bibliotecas pré-
instaladas e na sua versao Pro + ter acesso a execu¢ao em segundo plano, e acesso a mais
recursos computacionais, tais como mais memoria RAM, maior disco, e poder utilizar
GPUs e TPUs mais rapidas.

5.2. Pré-processamento

Como foi explicado na se¢ao de fundamentacgdo tedrica, se¢ao 2, as bases de dados
possuem alguns problemas, como o da dimensionalidade, presenca de dados faltosos e
caracteristicas que ndo podem ser utilizadas em alguns algoritmos, devido a limitacao
das implementacgdes ou que ndo fazem sentido para o objetivo do estudo. Nesta subsecdo
serdo descritos os procedimentos realizados para lidar com o ruido dos dados antes de
realizar o treinamento.

5.2.1. Analise da base de dados

O estudo utilizou a base de dados da Our World in Data (RITCHIE et al., 2020),
extraida no dia 07 de maio de 2022, para prever o nimero de mortes de acordo com os
valores das caracteristicas sanitarias, populacionais e demogréficas.

A base de dados original possui 67 caracteristicas, que podem ser categoricas
ou continuas, 25 foram selecionadas, pois algumas caracteristicas possuem redundancia
de dados e outras ndo sdo interessantes para o estudo, porque nao estdo relacionadas a
caracteristicas sanitarias, populacionais e demograficas.

Os registros que fazem referéncia a separagdes geopoliticas também foram descar-
tados do treinamento. Estes dados ndo possuem valor preenchido na coluna continente.
Tal informacdo € descrita pelos responsdveis pela manutencdo da base de dados (RIT-
CHIE et al., 2020).

Todas as caracteristicas categoricas foram transformadas em dados numéricos para
serem consideradas pela API do scikit-learn, utilizada neste estudo (PEDREGOSA et al.,
2011) e (BUITINCK et al., 2013).

A caracteristica localidade, que faz referéncia aos paises, ndo se inclui nos
cendrios para descarte, mas, todavia, se fez necessaria sua retirada, pois no tratamento
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da codificacdo one-hot, a quantidade de caracteristicas expandiu para 261, o que aumen-
tou a complexidade e prejudicou a performance computacional na execugdo dos algorit-
mos, principalmente no caso da SVM, mesmo com uma subamostra da base de dados,
deste modo, a caracteristica continente ficou responsavel pela delimitacdo geografica dos
dados.

5.2.2. Imputacao de valores faltosos

Neste estudo, o KNN Imputer, com K = 2, foi o método de imputagdo escolhido,
pois ele ja foi utilizado para trabalhos relacionados a area da satide (TROYANSKAYA et
al., 2001).

5.2.3. Codificacao One-Hot

A codificagdo One-Hot foi escolhida para o tratamento de varidveis categdricas,
neste estudo, pois foi necessario transformar os dados categéricos em dados continuos e
para ndo ocorrer inducdo de grau de importancia eles foram binarizados.

A caracteristica continente foi binarizada e por conta disto, a base de dados possui
30 caracteristicas, sendo cinco referentes aos continentes (Asia, Africa, Europe, North
America, Oceania e South America). Quando o registro pertencer ao continente, ele tera
o valor 1 e quando ndo pertencer, possuiré o valor 0.

5.2.4. Escalonamento de valores continuos

Os dados continuos foram escalonados para os valores ficarem no intervalo de 0
a 1, para padronizacdo e evitar que a divergéncia de dimensionalidade das caracteristicas
influenciam negativamente nos treinamentos e por consequéncia impactem os resultados.

5.2.5. Sub amostragem dos dados

Devido a base de dados escolhida possuir 67 caracteristicas e mesmo que, apos a
selecdo manual dos dados, este ndmero tenha caido para 30, a base de dados continuou
com alta dimensionalidade, pois, por se tratar de uma base de dados mundial, € mesmo
com a exclusdo de dados referentes a continentes e separacdes geopoliticas, a base de
dados continuou com 172872 registros, o que impacta no tempo de processamento de
alguns algoritmos, como o SVM por exemplo.

Foi feita uma sub amostragem randomica de 40% de registros para este estudo, o
que representa 69149 registros.
5.3. Treinamento dos modelos

Neste estudo foram utilizados 3 tipos de algoritmos de aprendizado de maquina
(decision tree, MLP e SVM), utilizando regressao por se tratar de um estudo com foco na
predicao de um valor continuo.
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A fim de encontrar o modelo de inteligéncia artificial que apresente o melhor
desempenho foi utilizado a busca aleatoria, para encontrar os melhores hiper parametros,
para cada algoritmo.

A busca aleatoria foi executada através de um pipeline para executar o processo
de treinamento, € possui as seguintes etapas:

1. Escalonamento da base de treinamento;
2. Analise de Componentes Principais;
3. Execucao do algoritmo.

Ao final de cada treinamento foram extraidos os melhores hiper parametros dos
modelos e as métricas dos algoritmos.

5.4. Selecao de Modelos

Nesta subsecao, iremos mostrar as distribuicdes de probabilidades utilizadas para
cada algoritmo treinado, assim como os melhores hiper pardmetros e as métricas dos
desempenhos dos modelos selecionados pela busca aleatoria.

5.4.1. Decision Tree

No primeiro momento foi utilizado o algoritmo Decision Tree, no entanto, usando
apenas uma arvore de decisdo, ocorreu muito overfitting, entdo para reduzir, foi usado
o meta estimador Floresta Aleatoria, que € uma extensiao da arvore de decisdo que usa
varias arvores de decisdo para moldar o modelo.

As distribuicdoes de probabilidades sdo apresentadas na tabela 5, os hiper
parametros selecionados na tabela 7 e as métricas do modelo selecionado pela busca
aleatdria na tabela 8.

Tabela 5. Distribuicdo de probabilidades para a Busca Aleatoria para Floresta
Aleatoria. Fonte dos dados: (PEDREGOSA et al., 2011).

Hiper parametro Distribuicao de Probabilidades

Erro quadratico médio
Funcao para medir a qualidade da divisdo de um n6 Erro absoluto médio

Reducdo no desvio de Poisson

Profundidade maxima Inteiros de 1 a 1000

O ndmero de recursos a serem considerados ao procurar
a melhor divisdao Verificar a tabela 6

Numero maximo de nds folhas Inteiros de 1 a 1000

Fra¢dao minima do nimero de instancias de treinamento para
em no6 folha Entre 0 e 2

Fra¢do minima do ndmero de instancias de treinamento
para divisdo de nd. Entre 0 e 0,5




36

Tabela 6. Possiveis valores para o numero de recursos a serem considerados ao
procurar a melhor divisao. Fonte dos dados: (PEDREGOSA et al., 2011)

Funcao Descricao

Inteiro Considera os recursos em cada divisao

Ponto Flutuante Considera os recursos em cada divisdo

Automatico Utiliza o quadrético

Quadratico Utiliza a raiz quadrada da quantidade de caracteristicas

Logartimo na base 2  Utiliza a fun¢do logaritmica de base 2 na quantidade de caracteristicas

Nenhum Utiliza a quantidade de caracteristicas

Tabela 7. Hiper Parametros Selecionados Pela Busca Aleatdria Para Floresta
Aleatodria. Fonte: a autora.

Hiper parametro Valor
Fungdo para medir a qualidade da divisdo de um n6 Erro quadrado médio
Profundidade médxima 752

O ndmero de recursos a serem considerados ao procurar
a melhor divisao Nenhum

Nuamero maximo de nds folhas 981

Fracdo minima do niimero de instancias de treinamento
para em no6 folha 0, 259862

Fracdo minima do nimero de instancias de treinamento
para divisdo de nd 0, 562235

Tabela 8. Métricas do modelo treinado da Floresta Aleatoria. Fonte: a autora.

Métrica Valor
Erro Absoluto Médio - MAE 1,203738¢ 02
Erro Quadrado Médio - MSE 1,450833e~%3

Erro percentual absoluto médio - MAPE 5, 366393¢ 112
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5.4.2. Support Vector Machine

O treinamento com Support Vector Machine foi o mais desafiador, pois foi o algo-

ritmo que mais requereu tempo de processamento. SVM'’s sdo muito boas para lidar com
dados continuos, mas ndo sdao boas para treinamentos com uma grande base de dados.
Mesmo com a base de dados sub amostrada, o processamento demandou mais tempo que
os demais treinamentos e nao foi possivel verificar o kernel polinomial na busca aleatéria.

Como a SVM apresentou problemas de tempo de execucgdo, a busca aleatdria foi

executada por kernel. Portanto foram realizadas 4 execugdes, uma para cada kernel, no
entanto o kernel polinomial ainda apresentou o problema e ndo pode ser concluido.

A distribuicdo de probabilidades estd descrita na tabela 9. Os hiper parametros

selecionados pela busca aleatéria para os kernels Fun¢do de Base Radial, sigmoidal e
Linear, respectivamente nas tabelas, 10, 12 e 14 e as métricas dos modelos treinados,
respectivamente nas tabelas 11, 13 e 15.

Tabela 9. Distribuicao de probabilidades para a Busca Aleatéria para Support
Vector Machine. Fonte dos dados: (PEDREGOSA et al., 2011).

Hiper parametro Distribuicao de Probabilidades

C Uniforme entre 1e % e 1%

Epsilon Uniforme entre le~% e 1e 7%

Kernel Polinomial, Fun¢do de Base Radial ou Sigmoidal

Grau do polindmio (kernel polinomial) Inteiro entre 2 e 3
Gama (inverso da variancia sigmaQ,
Kernel Gaussiano e Sigmoidal) Uniforme entre 0.5 e 1

Tabela 10. Hiper Parametros Selecionados Pela Busca Aleatoria Para Support
Vector Machine - Kernel Funcao de Base Radial. Fonte: a autora.

Hiper parametro Valor

C 0, 004865

Epsilon 0,003821

Kernel Funcdo de Base Radial

Gama (inverso da variancia sigma?, Kernel Gaussiano e Sigmoidal) 0, 56602

Tabela 11. Métricas do modelo treinado da Support Vector Machine - Kernel
Funcao de Base Radial. Fonte: a autora.

Métrica Valor
Erro Absoluto Médio - MAE 6,866216¢~ %
Erro Quadrado Médio - MSE 1,112506e~%

Erro percentual absoluto médio - MAPE 7, 74790112
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Tabela 12. Hiper Parametros Selecionados Pela Busca Aleatoria Para Support
Vector Machine - Kernel Sigmoidal. Fonte: a autora.

Hiper parametro Valor

C 0,920401
Epsilon 7546, 173904
Kernel Sigmoidal

Gama (inverso da variancia sigma?, Kernel Gaussiano e Sigmoidal) 0, 758226

Tabela 13. Métricas do modelo treinado da Support Vector Machine - Kernel Sig-
moidal. Fonte: a autora.

Métrica Valor
Erro Absoluto Médio - MAE 4,750538¢~ 1
Erro Quadrado Médio - MSE 2,265819¢

Erro percentual absoluto médio - MAPE 1, 054522¢ 115

Tabela 14. Hiper Parametros Selecionados Pela Busca Aleatoria Para Support
Vector Machine - Kernel Linear. Fonte: a autora.

Hiper parametro Valor
C 0,003646
Epsilon 0,007291

Tabela 15. Métricas do modelo treinado da Support Vector Machine - Kernel Li-
near. Fonte: a autora.

Métrica Valor
Erro Absoluto Médio - MAE 8, 37437693
Erro Quadrado Médio - MSE 8, 584649¢~

Erro percentual absoluto médio - MAPE 9, 380100e ™12

5.4.3. Multilayer Perceptron

Das trés abordagens a Multilayer Perceptron foi o algoritmo que apresentou me-
nos problemas durante a execu¢do dos experimentos. Apenas o pré-processamento foi
necessario para o seu treinamento.

As distribui¢do de probabilidades estdo descritas na tabela 16, os hiper parametros

selecionados, na tabela 17 e as métricas do modelo treinado da Multilayer Perceptron, na
tabela 18.
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Tabela 16. Distribuicao de probabilidades para a Busca Aleatoria para Multilayer
Perceptron. Fonte dos dados: (PEDREGOSA et al., 2011).

Hiper parametro Distribuicao de Probabilidades
Numero de neurdnios escondidos Inteiro entre 1 a 100

Fungdo de ativacdo Identidade, Logistica e Tangencial
Taxa de aprendizado Exponencial dele % a0,1
Numero de épocas Inteiro entre 1 a 1000

Taxa de momento Uniforme entre 0,5 e 1

Tabela 17. Hiper Parametros Selecionados Pela Busca Aleatoria Para a Multilayer
Perceptron. Fonte: a autora.

Hiper parametro Valor
Numero de neurdnios escondidos 75
Funcao de ativagao Logistica
Taxa de aprendizado 0,014816
Numero de épocas 226

Taxa de momento 0,241785

Tabela 18. Métricas do modelo treinado da Multilayer Perceptron. Fonte: a autora.

Métrica Valor
Erro Absoluto Médio - MAE 2, 04766692
Erro Quadrado Médio - MSE 6, 842645~

Erro percentual absoluto médio - MAPE 4, 036332¢ ™13

5.5. Analise dos Resultados

Como os modelos treinados, foram obtidos a partir de algoritmos que utilizam
regressdo, a principal métrica escolhida para determinar a qualidade dos modelos foi o
erro absoluto médio (MAE), e a segundaria, o erro quadrado médio (MSE), pois ambas
sdo métricas que verificam os resultados preditos frente aos valores reais durante os testes.

O erro percentual absoluto médio (MAPE) nao foi utilizado para avaliar o de-
sempenho dos modelos, pois o € tende a tornar o valor do MAPE muito alto quando os
valores reais dos dados estdo proximos a 0, e como a base de treinamento foi escalonada
em valores de 0 a 1, os resultados da métrica ndo foram considerados neste estudo.

Dos 3 algoritmos de inteligéncia artificial utilizados, os modelos baseados em
Support Vector Machine, foram os que apresentaram o melhor desempenho, pois o modelo
com kernel Funcdo de Base Radial possui o menor erro absoluto médio e também os
modelos, com os kernels Funcdo de Base Radial e linear, possuem 2 dos 3 menores erros
quadrados médios.
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O Segundo melhor modelo foi o baseado em Multilayer Perceptron, com erro
absoluto médio e erro quadrado médio também baixos. O Terceiro melhor foi a Floresta
Aleatoria. O modelo com o pior desempenho entre os estudados foi a Support Vector
Machine com kernel sigmoidal.

A diferenca entre os modelos baseados nos 3 algoritmos utilizados neste estudo
sdo apresentados nas figuras 9 e 10, onde sdo verificados os valores dos erros absolutos
médios e os erros quadrados médios, respectivamente.

Comparativo do Erro Absoluto Médio Entre Os Modelos Treinados
Gréfico de Barras
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Figura 9. Comparativo do Erro Absoluto Médio Entre Os Modelos Treinados.
Fonte da imagem: a autora.

Comparativo do Erro Quadrado Médio Entre Os Modelos Treinados
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Figura 10. Comparativo do Erro Quadrado Médio Entre Os Modelos Treinados.
Fonte da imagem: a autora.

Como € possivel verificar nos gréificos das figuras 9 e 10, os erros absolutos médios
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e os erros quadrados médios sao valores baixos, bem préoximos de 0, e mesmo que a base
de dados esteja escalonada entre O € 1, os menores erros estdo a 3 e 4 casas a direita da
virgula, em notagio cientifica: e=% e =04,

O menor valor do MAE foi de 6,866216¢~% para a SVM utilizando o kernel
funcio de base radial, seguido de 8, 374376e~" para a SVM utilizando o kernel linear,
1,203738¢ 72 para a floresta aleatéria e 2, 047666~ para o MLP.

No caso do MSE, o modelo da rede neural, MLP foi o que teve melhor desem-
penho, com 6, 842645¢7%4 de erro quadrado médio, seguido de 8, 584649¢~%4 para a
SVM com Kernel linear, 1,112506¢=% para a SVM com kernel funcdo de base radial
e 1,450833¢~% para a floresta aleatdria.

O modelo com o pior desempenho € o baseado em SVM com kernel sigmoidal. O
que pode se levantar a hip6tese de problemas de processamento na busca aleatéria, como
foi o caso do kernel polinomial, que ndo chegou a concluir o processamento por falta de
recursos computacionais do ambiente experimental utilizado.

No caso da SVM com Kernel sigmoidal serd necessario maior empenho no pré-
processamento e de maior poder computacional para verificar a hipétese levantada.

6. Conclusoes

No inicio deste trabalho, o objetivo principal era propor uma alternativa aos levan-
tamentos estatisticos exploratérios, no suporte a tomada de decisdo dos gestores, durante
o enfrentamento a pandemia da COVID-19. Para tal, foi realizado um estudo, utilizando
aprendizado de maquina para fornecer uma nova ferramenta de predi¢cdo de mortes cau-
sadas por COVID-19, a partir de dados abertos que contenham caracteristicas sanitarias,
demogréficas e populacionais, de tal modo que, a partir deste estudo se possa desenvolver
um modelo de inteligéncia artificial capaz de auxiliar no enfrentamento da pandemia de
COVID-19.

Os objetivos foram alcangados, pois conseguiu-se concluir o experimento, € 0s
modelos desenvolvidos apresentaram métricas satisfatérias, para um primeiro momento.
E, a partir destes modelos poderemos avangar para fornecer uma ferramenta que auxilie
na tomada de decisdo dos gestores, assim contribuindo para a sociedade e a ciéncia.

Esta conclusiao nos leva a planejar os proximos experimentos deste estudo, pois
mesmo que os modelos baseados em Support Vector Machine, com exce¢ao do modelo
com kernel sigmoidal, sendo os que apresentaram maior qualidade, foi o algoritmo que
precisou de mais atenc¢do devido a limitagdes. Portanto € importante preparar um ambi-
ente computacional mais poderoso, para que possam ser realizados mais experimentos, E
também verificar quais outras técnicas de pré-processamento de dados podem ser execu-
tadas para o aumento da performance do treinamento.

As proximas etapas deste estudo, além do citado anteriormente, seriam abor-
dar uma nova metodologia para a selecio de hiper parametros, utilizando algoritmos
genéticos e comparar com a busca aleatdria, por exemplo, e indo um pouco mais além,
criar de fato um sistema protétipo de uma aplicagdo web ou mobile, utilizando técnicas de
UX Design e inserir inteligéncia artificial online para que o sistema possa se adaptar mais
facilmente as mudancas constantes, que ¢ uma das maiores caracteristicas do contexto
pandémico atual.
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