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Abstract. The Higher Education Census occurs annually, collecting data from
public and private Higher Educational Institutions (HEI) in Brazil. Different
factors can lead to anomalies or outliers in some of these collected data. This
work proposes a mathematical-computational method to detect and treat atypi-
cal HEI’s financial values. Both univariate and bivariate analysis to that end.
We analyzed the expenses and incomes of HEI in the census from 2016 to 2019.
This analysis revealed that 204 out of 2,224 HEI, approximately 10%, reported
some atypical data.

Resumo. O Censo da Educagdo Superior ocorre anualmente, coletando dados
de Instituicoes de Ensino Superior (IES) no Brasil. Diferentes fatores podem
levar a anomalias ou outliers em alguns destes dados coletados. Este trabalho
propoée um método matemdtico-computacional para detectar e tratar valores
financeiros atipicos das IES. Para tanto, adota-se as andlises univariadas e bi-
variadas dos dados. Foram analisados dados de despesas e receitas das IES do
Censo de 2016 a 2019. Esta andlise revelou que 204 de 2.224 IES, aproxima-
damente 10%, reportaram algum dado atipico.

1. Introducao

A capacidade de descoberta de conhecimento na drea de ciéncia de dados permite que
caracteristicas inerentes ao mundo real sejam observadas por meio de técnicas advindas
de vdrias areas, tais como estatistica, inteligéncia artificial e minerag¢do de dados (Data
Mining). A mineracio de dados € um processo de explorar grandes volumes de dados com
vistas a descobrir padroes e correlagdes tteis e consistentes, desde que tais bases de dados
apresentem informacdes relevantes e suficientes para entendimento de um determinado
contexto/cenario a ser analisado [Witten et al. 2011].

No ambito da educacdo, existe uma terminologia especifica conhecida como
mineragao de dados educacionais (EDM, do inglés Educational Data Mining) para que
se possam entender possiveis particularidades — como custos financeiros, fatores socio-
econdmicos, acessibilidade, entre outras — existentes na educacgdo brasileira que podem
fundamentar a aplicag@o de politicas publicas, além de contribuir para o trabalho de ges-
tores, institui¢des, pesquisadores, especialistas e estudantes.



Dentre as vdrias andlises e perspectivas exploradas em EDM, tem-se o estudo
de fatores que podem influenciar o desempenho do aluno. Ha trabalhos que utilizam
de modelos preditivos para identificacdo de caracteristicas relevantes através de modelos
de regressao [Silva et al. 2019] e de classificagao [da Silva Pinto et al. 2020]. Um outro
cendrio € em relacdo a obtencdo de caracteristicas que possam levar a evasdo estudantil
em uma instituicdo educacional [Carrano et al. 2019].

No Brasil, o Instituto Nacional de Estudos e Pesquisas Educacionais Anisio Tei-
xeira (Inep), vinculado ao Ministério da Educacao (MEC), € responsdvel pela extracio e
disponibilizacdo de evidéncias educacionais. Uma das modalidades de avaliacdo e coleta
de dados € o Censo da Educagdo Superior, que € realizado anualmente e serve como um
repositorio amplo para pesquisas sobre as Instituicdes de Educacao Superior (IES) bra-
sileiras. Informacdes persistidas no censo estao desde um aluno em relacdo a um curso,
assim como a infraestrutura da prépria institui¢do, como por exemplo, o valor de despesa
e receitas das IES.

O estudo da integridade dos dados financeiros das instituigdes superiores pode
servir de base a diversos estudos em relacdo ao aluno, principalmente quando refere-
se ao seu desempenho académico. O Brasil é um pais continental, onde a necessidade
de distribui¢do de investimento para todo territério nacional € imprescindivel diante do
direito constitucional a educa¢do com nivel mais alto de ensino para qualquer cidadao,
segundo o artigo 6 e 208, inciso V, da institui¢do . Perantes as instituicdes privadas esse
direito deve ser prioridade de seus gestores, enquanto para publicas € obriga¢do o exercer
a garantia desse direito de forma que a isonomia seja cumprida no pafs inteiro.

A Lei de Acesso a Informagao (LAI) garante como direito o acesso a informacao
publica de forma que seja possivel a participacdo popular para a busca de uma melhor
gestao publica, isso inclui os dados presentes no Censo Superior. A transparéncia e inte-
gridade dos dados disponibilizados torna pesquisas relacionadas mais precisas e incentiva
um processo continuo de melhorias de fatores que possam auxiliar no desempenho do
estudante que por consequéncia melhora a qualidade dos cursos, docentes e institui¢des.
Visto que, uma vez identificado deficiéncia em um processo de ensino-aprendizagem é
necessario analisar se o investimento relacionado € adequado.

Em relacdo as caracteristicas que podem influenciar o percurso e desempenho do
aluno, t€m-se as varidveis financeiras das IES que sdo disponibilizadas pelo Censo da
Educacgdo Superior. Os valores de despesas e receitas podem ser relevantes para anélises
que envolvem a instituicdo, e consequentemente o desenvolvimento académico do aluno.
Dessa forma, se tais dados sao devidamente utilizados com técnicas de mineracao de da-
dos, podem fornecer informacgdes valiosas e indicios de como estes recursos financeiros
devem ser aplicados. Para isso € necessario que os dados financeiros estejam concisos di-
ante do contexto — como localiza¢do — em que estdo inseridos, sendo necessario observar
estruturas inconsistentes através de uma andlise de anomalias, assim como diagnosticar e
tratar (quando necessario) valores discrepantes/atipicos (outliers).

Em relagcdo a deteccdo e tratamento de outliers no contexto financeiro de IES
brasileiras, vale destacar que hd casos em que os valores de receitas e/ou despesas da
institui¢do sdo detectados como atipicos, porém nao se faz necessario o respectivo trata-
mento. Nesses casos, os valores financeiros registrados pela IES ndo sdo retificados, visto



que representam informagdes factiveis com a realidade e especificidade da IES, o que
justifica os valores informados serem muito acima ou muito abaixo em relagdo as demais
IES.

Na identificagdo de outliers um dos métodos mais comuns utilizados € utili-
zar o método de quartil que pode demonstrar bons resultados muito bem em relacao
a encontrar esses extremos [de Siqueira G€ 2021]. Mas um ponto a ser levado em
consideracdo nessa abordagem € a distribui¢do assimétrica dos dados financeiros e ndo
ha tratamento das escalas dos dados, que por vezes € necessario para evidenciar me-
lhor as instancias financeiras. Outras abordagens de detec¢do podem ser utilizadas,
pode-se utilizar técnicas de escalonamentos — transformagdao dos dados — junto com
algoritmos de tais como aprendizado de méquina ndo supervisionado, por meio de
agrupamentos/clusterizacdo para criacao de amostras mais coesas, por exemplo algorit-
mos de distancias como agrupamento hierdrquico, que aplicadas a algoritmos nao su-
pervisionados de deteccdo, como o Local Outlier Factor, podem auxiliar a identificar
instancias discrepantes [Machado 2022].

Diante do exposto, este trabalho tem como objetivo desenvolver um estudo
analitico de investigacdo e diagndstico de padrdoes em dados abertos da educacdo su-
perior brasileira, em especifico, aplicando técnicas de mineracdo de dados de forma a
detectar e tratar varidveis atipicas para que possam ser identificadas possiveis instituicoes
com caracteristicas discrepantes. Utilizando, para isso, técnicas de deteccio através da
intersecao de abordagens univariadas e bivariadas de dados. Além de detectar as IES que
possuem valores financeiros discrepantes em relagao as demais IES presentes no Censo
da Educacdo Superior, o artigo apresenta um método desenvolvido pelos autores para
o tratamento de outliers de varidveis financeiras baseado em trés estratégias: mediana,
média e valor multiplicativo.

Na secdo 2 serd descrito todo método utilizado para preparacdao dos dados desde
a selecdo, pré-processamento e transformacdo dos dados. Na secdo 3 serd apresentado os
métodos de deteccdo e tratamento utilizados. Na secdo 4 serdo abordados os resultados do
problema em si, com toda a construcao dos agrupamentos para detec¢do e o tratamento
das varidveis atipicas apresentando sua quantidade de instancias detectadas e algumas
caracteristicas que elas apresentam.

2. Metodologias

A metodologia do Knowledge Discovery in Databases (KDD) é um processo no qual se
extrai conhecimento que estava ocultado em uma base de dados. Suas etapas sao divididas
em Selecdo, Pré-processamento, Transformagdo, Data Mining, Validacao/Interpretagao
e Conhecimento [Fayyad et al. 1996]. Neste trabalho foram aplicadas as trés primeiras
etapas do KDD que se trata de uma fase de preparacdo dos dados para realizacdo da
deteccdo e tratamento das varidveis financeiras.

A base de dados utilizada foi do Censo da Educacao Superior dos anos de 2016 a
2019. Inicialmente foram extraidas as quatros bases existentes no censo: aluno, docente,
curso e IES. Como objetivo do trabalho esta sob a perspectiva das IES, as outras 3 ba-
ses foram utilizadas para obten¢do das respectivas quantidades (em cada IES) de alunos,
docentes e cursos, sendo essas informacdes incluidas na base de dados IES.

A etapa de pré-processamento € necessdria para buscar a integridade dos dados



nas bases, assim investigando possiveis inconsisténcias e dados nulos, a fim de trati-los
para que sejam utilizados em um método de detec¢do. Para o tratamento dos atributos
nulos das instancias foi utilizado cédlculo de valores de substitui¢do — utilizagdo da média,
mediana, moda ou regressao para definir os valores faltantes — ou por substitui¢do por
valores conhecidos - quando os dados podem ser substituidos por uma carta marcada
[Hair et al. 2009].

Ainda na etapa de pré-processamento, foram identificadas algumas incon-
sisténcias. Ha institui¢des que mudam de categoria administrativa no decorrer dos 4
anos e como forma de padronizacdo para criacdo das amostras foi escolhida a catego-
ria mais frequente nos anos (moda). Outra caracteristica presente nos dados do Censo
da Educacdo Superior diz respeito a variavel “referente financeiro” que representa se a
institui¢do € mantida financeiramente pela sua mantenedora ou por ela mesma. Em pou-
cas instancias 0,19%, a referida varidvel foi registrada incorretamente pela IES. Tais IES
sdo consideradas mantidas por ela mesma, mas as varidveis financeiras indicam que ela
possui caracteristica de ser mantida pela mantenedora vinculada.

Quanto as IES mantidas financeiramente pela mantenedora, as caracteristicas pre-
sentes nessas instituicdes sdo os valores financeiros replicados (valores agregados) para
essas IES, quando na verdade deveriam ter sido distribuidos adequadamente conforme as
despesas e receitas reais da IES. Em relacao a essas institui¢des, foi considerado apenas
um tratamento pela quantidade de alunos, a ser discutido na Seg¢do 4.

As instituicdes possuem 10 atributos financeiros que possuem as seguintes quan-
tidades de valores zerados em cada coluna, conforme ilustra a Figura 1.
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Figura 1. Quantidade de valores zerados em cada atributo financeiro.
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Um dos motivos para esses atributos apresentarem valores zerados, refere-se a ma-
neira que cada IES registra tais informacgdes, nao havendo uma padronizacdo. Algumas
IES registram os valores de receitas e despesas em apenas algumas das colunas indicadas
na Figura 1, ou seja, ndo distribuem os valores nas 10 colunas. Por exemplo, uma deter-
minada IES pode registrar suas receitas apenas no atributo “VL_RECEITA_PROPRIA”,
deixando as outras duas receitas zeradas. Na presenca dessa caracteristica, foi abordado



a estratégia de juntar as varidveis financeiras em duas varidveis possiveis: receitas e des-
pesas, para que ndo houvesse essa ambiguidade. A partir disso nenhuma das varidveis
criadas diante da soma das receitas e despesas apresentam valores zerados.

Para aplicacdo da abordagem de identificar valores atipicos deve-se ter a pre-
missa que os dados seguem uma distribuicdo normal. Para distribuicdes assimétricas,
a aplicacdo de transformacdo logaritmica se torna uma boa alternativa para diminui¢dao
de assimetria quando ela esta a esquerda. Neste trabalho, muitas varidveis apresentavam
essas caracteristicas, como as varidveis financeiras, quantidade de aluno, docente etc.

3. Deteccao e tratamento de anomalias

Por vezes alguns atributos apresentam uma instancia com uma dispersdo muito grande
comparado com a sua populacdo. Essa dispersdao pode ser benéfica, quando essa dis-
persdo apresenta uma caracteristica realista/factivel dos dados apresentados que seja jus-
tificavel, ou problematica, quando nao representa a populacdo. Primeiramente foi levado
em consideracdo o tratamento de valores financeiros com possiveis erros de digitacao.
Logo apos, foram criadas amostras nas institui¢des de acordo com a varidveis categorica,
como categoria administrativa e regido, para agrupar institui¢des com caracteristicas se-
melhantes e nessas amostras aplicar o desenvolvido pelos autores do presente artigo.

Para deteccao foram utilizadas duas abordagens: univariada e bivariada. Na
analise univariada cada atributo € analisado isoladamente, neste trabalho foi utilizado
o método Tukey que se baseia nos quartis [Tukey et al. 1977]. Na anélise bivariada, dois
atributos sdo examinados para observar possiveis outliers através de um algoritmo de
distancia (Mahalanobis) que calcula a distancia de cada instancia a partir do centro médio
das observacdes. Porém, ele pode ser enviesado, pois baseado na média que pode ser
alterada com a presenca de outliers. Para isso hd métodos robustos desse algoritmo que
buscam ter a sensibilidade de desconsiderar os valores outliers, o estimador Covariancia
de Determinante Minimo (MCD) € um deles e foi utilizado neste trabalho.

Na abordagem univariada com o atributo quantidade de alunos foi utilizada a es-
tratégia de discretizagdo através de classes [Witten et al. 2011] de forma que sejam cri-
adas amostras por meio dessa nova varidvel categérica. Na abordagem bivariada foram
levadas em consideracao as varidveis continuas para fazer a detec¢do. O objetivo de uti-
lizar duas abordagens consiste em obter uma confianga maior nas instancias detectadas
como atipicas a partir da estratégia de considerar as que sdo identificadas em ambas as
abordagens. Assim, ao tratar o problema como o conjunto de instancias observadas como
outliers no método univariado e bivariado, ao final, consideram-se como outliers aquelas
instancias que pertencem a interse¢do desses dois métodos.

Ap6s instancias detectadas como atipicas foi criada uma abordagem de tratamento
que segue a Figura 2, a qual € dividida em trés tipos:

Aplicando mediana: E utilizado a mediana da amostra que a instituicio pertence.
Por exemplo, aplicar a mediana do grupo de categoria administrativa publica federal,
regido de todo Brasil e quantidade de alunos inferior a 500.

Aplicando a média: E utilizado a média dos anos nio detectados como outliers
da instituigdo. Nesse caso, por exemplo, se o ano de 2016 for considerado como outlier
e 0s anos de 2017 e 2018 nao forem outliers e tiverem a média de 50 milhoes, esse valor
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Figura 2. Fluxograma de tipos de tratamentos para instituicées identificadas
como outliers.

serd replicado ao ano de 2016.

Aplicando valor multiplicativo: Se o ano da institui¢do outlier tiver um cresci-
mento superior a mais de 10 vezes em relacao a média dos valores financeiros nado outliers,
entdo € aplicado uma reducao de unidades do valor outlier aplicando logaritmo na base
10 da divisao desses dois valores.

Inicialmente € checado se as IES identificadas possuem seus outros anos identi-
ficados como outliers, caso negativo € aplicado a mediana do agrupamento. Se a média
dos anos das IES foram 10 vezes maior ou menor foi utilizado o método multiplicativo
que calcula a taxa de crescimento, caso contrario essa média € replicada para a instancia
discrepante.

4. Resultados e discussao

Na presenca de institui¢des que possuissem algum dos seus anos com erros de digitacao,
levou-se em consideracdo o crescimento ou decrescimento dos valores financeiros de um
ano para outro. Caso houvesse uma diferenca de 10 vezes — com margem de erro de
10% de tolerancia — foi considerado como erro de digitacdo (adicionadas ou retiradas
unidades). No total, 56 instituicdes foram constatadas com um crescimento anormal entre
os anos, sendo que, destas, 31 foram determinadas que de fato possuiam erros de digitagdao
entre seus anos, através de uma analise manual.

Foi feita uma andlise de institui¢des que possuem erro de digitacdo na varidvel
do “referente financeiro” e foram tratadas, pois aquelas que apresentam o valor finan-
ceiro mantido pela mantenedora precisaram ser aplicadas um tratamento nos seus valores
financeiros de acordo com suas quantidades de alunos, pois instituicdes com essa carac-
teristicas possuem valores agregados de todas instituicdes pertencentes a mantenedora.
Para ter um valor mais préximo das receitas e despesas da prépria instituicao utilizou-se a
distribui¢do dessa quantia total entre as institui¢des de acordo com sua quantidade de alu-
nos. A Tabela 1 apresenta um exemplo da distribui¢do de dados financeiros de institui¢des
mantidas financeiramente pela mantenedora de codigo 135 no ano de 2019.



Tabela 1. Distribuicao das receitas pela quantidade de alunos.

. Valor receita Quantidade | Porcentual | Valor receita apds
Codigo IES
informado de alunos | qt. alunos distribuicao

190 1197 48,44% R$ 45.875.790,22
191 175 7,08% R$ 6.706.986,87
192 R$ 94.702.654,67 613 24,80% R$ 23.493.616,88
193 381 15,41% R$ 14.602.068,56
194 105 4,24% R$ 4.024.192,12

Fatores podem influenciar se uma IES possui o valor financeiro maior ou menor
em relacdo a outra IES. Diante do contexto brasileiro, as diferencas entre as 5 (cinco)
regides geogréficas (Norte, Nordeste, Sudeste, Sul e Centro-Oeste) se tornam bastante
significativas — assim como a categoria administrativa —, pois podem existir diferentes in-
fraestruturas e investimentos publicos e privados entre as regides, 0 que por consequéncia
pode causar uma diferenca entre a quantidade de despesa e receita em relagdo ao aluno.
Por exemplo, as IES da regido Sudeste possuem o valor médio das suas receitas maior
em 86,65% em relacdo a regido Norte. Dessa maneira, concluiu-se que o motivo de suas
diferencas estd igualmente ligado a sua infraestrutura que pode agregar mais pessoas,
empresas, investimento e entre outros. A Figura 3 demonstra a influéncia da categoria
administrativa.

Média de alunos Quantidade de IES Média de receitas Média de despesas

.
= Publica Federal
5 .
10 = Publica Estadual
, —— Publica Municipal
x — Privada com fins lucrativos
108 108 = Privada sem fins lucrativos
x Especial
I I ) I I l - I

Figura 3. Média dos valores financeiros de IES mantidas por elas mesmas com
quantidade de alunos em relacao a categoria administrativa.
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Fundamentado nisso, as categorias administrativas foram levadas em consideracao
para criacdo das amostras com IES com caracteristicas financeiras semelhantes. Em
relacdo as categorias administrativas privadas com e sem fins lucrativos, elas possuiam
a quantidade de IES consideravelmente grande, o que foi necessario considerar a varidvel
de regido para criacdo de amostras menores. Com base nas distribui¢Oes das categorias
administrativa houve inicialmente a suposi¢do de juncao de categorias administrativas em
relac@o as varidveis financeiras, receitas e despesas, que poderia ter alguma semelhanca
em suas distribui¢cdes, como podemos ver na Figura 4, dessa forma foi realizado um teste
de hipétese de Mann-Whitney que constatou que realmente poderia ser feita a jungdo
das distribui¢des dos valores financeiros pelas categorias Especial e Municipal poderiam
ser juntadas em uma unica categoria. A partir da realizacdo do teste, foi levado em



consideracdo a transformacgdo logaritmica dos dados financeiros e da varidvel de quan-

tidade de aluno que seréa utilizada na abordagem univariada e bivariada.
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Figura 4. Distribuicoes de receitas e despesas transformadas por categoria ad-
ministrativa.

Todas essas amostras foram submetidas a uma sub-amostragem por frequéncia
por tercil pela quantidade de alunos de suas amostras na analise univariada de detec¢ao
de outliers. Quanto a abordagem bivariada, ha institui¢des que possuem todos seus anos
identificados como outliers, esse valor representa 48,28% das instancias das receitas e
46,92% das instancias das despesas do total identificado. Em relac¢do ao algoritmo Maha-
lanobis em si, o seu método robusto com MCD consegue aumentar a percentagem de
deteccao, entretanto o nimero de falso positivo cresce junto, pois ele coloca como posi-
tivo as margens do centro médio das observacoes.

Na Tabela 2 temos o resultado da detec¢do que possui os seguintes valores:
quantidades de instancias outliers na univariada (conjunto U) e bivariada (conjunto B),
instancias detectadas apenas na abordagem univariada (U — B) e bivariada (B — U) e a
intersecao das abordagens (U N B). Apds detecgado de outliers por meio das duas aborda-
gens (uni e bivariada), o presente trabalho considera as instancias realmente discrepantes
aquelas que foram identificadas em ambas as abordagens, ou seja, a interse¢ao (U N B)
apresentada na Tabela 2. Dessa forma, tais instincias representam os valores financei-
ros da IES de forma inconsistente, por isso precisam de tratamento para que reflitam de
maneira mais proxima a realidade das IES.
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Figura 5. Outliers presentes nas abordagens nos valores financeiros.

Tabela 2. Quantidade de instancias e IES detectadas.

Valor
U B U-B B-U UNB

financeiro

Receitas | 349 (176 IES) | 1218 (582 IES) | 23 (11 IES) | 892 (471 IES) | 326 (168 IES)

Despesas 268 (140 IES) | 1118 (5521ES) | 17 (9 IES) 867 (458 IES) | 251 (132 IES)

Total (Unido) | 419 (214 IES) | 1414 (673 IES) | 27 (151IES) | 1125 (581 IES) | 393 (204 IES)

Ao total foram identificadas 393 instancias que sdo referentes a 204 instituicdes
(9,17% do total das IES) com os valores financeiros detectados como outliers, sendo 30
(14,71%) dessas institui¢cdes consideradas de categoria administrativa Publica ou Espe-
cial, as privadas com fins lucrativos com 101 (49,51%) e sem fins lucrativos com 73
(35,78%). As instancias dessas IES foram aplicadas a seus respectivos tratamentos se-
gundo o fluxograma da Figura 2. A Figura 6 representa a quantidade de instncias em
cada tipo de tratamento.

Despesa Receitas

Tratamento por Mediana 184 242

Tratamento por Média =
Tratamento por Multiplicativo

A I A -

Figura 6. Quantidade de instancias nos tipos de tratamento para as variaveis
identificadas como outlier.



Outro ponto a se levar em consideracdo € que a abordagem conseguiu detec-
tar muito bem os outliers inferiores. Para as instituicdes com valores inferiores a
R$20.000,00 de despesa ou receita, o algoritmo conseguiu detectar que 95,12% das
instancias possuem em pelo menos um de suas varidveis financeiras um valor financeiro
inconsistente. Valores acima desse valor a deteccdo se torna mais sutil, conseguindo
identificar alguns casos. A Figura 7 demonstra a quantidade de institui¢des detectadas no
intervalo de R$ 1.000,00 a R$100.000,00.
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Figura 7. Quantidade total de com outliers em relacao a quantidade total exis-
tente.

A abordagem de transformacgdo logaritmica junto com abordagem de substitui¢ao
do valor pela mediana, média ou multiplicativa se mostrou uma boa abordagem para que
os valores financeiros pudessem ficar mais proximos da realidade de cada institui¢io em
comparacdo a outras IES com caracteristicas semelhantes. Na Figura 8 tem-se o resul-
tado referente as receitas ap0s a identificacdo e tratamento. Nota-se que o grafico de caixa
identifica outliers, o motivo disso € devido a distribuicdo ndo considerar as categorias
administrativas e regido e que certos outliers foram mantidos em vez de tratados a par-
tir do pressuposto de existir falso positivo. Por exemplo, tem-se a instituicdo da UFRJ
que foi detectada na abordagem bivariada, entretanto na univariada ela nao foi detectada.
O valor das despesas e receitas da UFRJ podem ser consideradas como outliers quando
compara-se a sua quantidade de alunos, porém ha fatores que possam influenciar os va-
lores financeiros da institui¢do que nao esta presente no Censo, como a contratagdo de
entidades sem fins lucrativos.
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Figura 8. Distribuicao grafico de caixa antes e depois do tratamento em
instituicoes mantidas financeiramente por ela mesma.

5. Consideracoes finais

As andlises realizadas para os anos de 2016 a 2019 mostraram uma ocorréncia signifi-
cativa de valores atipicos nos dados financeiros reportados pelas IES. Foi observado que
das 2.224 IES que reportaram valores neste periodo, 204 reportaram algum valor finan-
ceiro atipico, o que representa aproximadamente 9,2% das IES. Destas institui¢des que
reportaram valores atipicos, aproximadamente 50% sdo instituigdes privadas e 36

Considerando que estes valores sdo utilizados na defini¢do de politicas educacio-
nais e disponibilizados em portais de transparéncia, se faz necessdria uma validacao mais
detalhada dos dados coletados, especialmente para estes grupos que apresentaram mais
valores atipicos. Neste sentido, o método proposto demonstra a possibilidade de existir
inconsisténcia na base de dados do Censo Superior que pode comprometer o desempe-
nho de pesquisas que utilizam os dados mencionados, tornando-se necessario a compre-
ensdo de como esses dados foram preenchidos, principalmente em relacao as instituicoes
publicas.. Por outro lado, cria-se a possibilidade de aplicar o mesmo modelo de detecgao
e tratamento para aplicar diferentes atributos existentes dentro da mesma base, como por
exemplo a quantidade de técnicos existentes na instituigao.

Logo, é possivel perceber que a realizacdo de trabalhos com perspectivas seme-
lhantes vai proporcionar melhor entendimento da natureza dos dados financeiros do censo
superior. Este trabalho demonstra a possibilidade de existir institui¢des com valores fi-
nanceiros discrepantes e uma abordagem de revelar e tratar dados financeiros inconsis-
tentes. Entretanto é de conhecimento a presenga de outras técnicas de deteccdo através
de modelos de aprendizado de maquina, por exemplo, que podem ser realizadas em tra-
balhos futuros, junto com técnicas de tratamento dessas varidveis através de modelos de
regressoes.
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